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Abstract

Structural equation modeling (SEM) is a multivariate statistical technique that,
using multiple regression and factor analysis, aims to validate causal relationships
between variables, whether observed or not. They stand out, mainly, for their applica-
tions in social sciences.

This work is presented as a synthesis of the main results used in SEM, as well as its
subsequent application to a real practical case through the use of the statistical soft-
ware R. To do this, we will begin by making a brief introduction where to establish
the logic used and where to fix the historical context in which they arise. Later, the
concept of causality and the types of structural equations will be presented.

The second chapter will establish the nomenclature used, as well as a series of basic
results underlying path diagrams. In the third chapter, we will continue by studying
the previous restrictions associated with the construction of the model. We must stand
out the need for multivariate normality for the estimation of parameters by maximum
likelihood, as well as a sample size appropriate to the number of observed variables in
our model.

The fourth chapter stands as the mainstay of structural equation modeling. In it
we will establish the theoretical foundation for its construction. We will differentiate
four stages: specification, identification, estimation and evaluation.

Finally, we will develop a structural equation model with the intention of study-
ing what influence the public perception of corruption has on institutional trust. At
the same time, it will be studied if there is a possible causal relationship between so-
cioeconomic status and the citizen’s perceptions of corruption and performance of the
Spanish democratic system, among others.
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Resumen

Los modelos de ecuaciones estructurales (SEM) son una técnica estadistica multi-
variante que, haciendo uso de la regresiéon multiple y el analisis factorial, tiene como
objetivo validar relaciones causales entre variables, ya sean observadas o no. Destacan,
principalmente, por sus aplicaciones en ciencias sociales.

Se presenta este trabajo como una sintesis de los principales resultados usados en
SEM, asi como su posterior aplicacion a un caso practico real mediante el uso del sof-
ware estadistico R. Para ello, comenzaremos realizando una breve introduccién donde
establecer la l6gica empleada y donde podamos fijar el contexto histérico en el que
surgen. Posteriormente, se presentara el concepto de causalidad, asi como los tipos de
ecuaciones estructurales existentes.

En el segundo capitulo se establecera la nomenclatura usada, asi como una serie
de resultados basicos subyacentes a los diagramas de caminos. Continuaremos ya, en
el tercer capitulo, estudiando las restricciones previas asociadas a la construccién del
modelo. De especial importancia sera la necesidad de normalidad multivariante para
la estimacion de parametros por maxima verosimilitud, asi como un tamano muestral
adecuado al namero de variables observadas de nuestro modelo.

El capitulo cuarto se erige como el pilar fundamental de los modelos de ecuacio-
nes estructurales. En él estableceremos la fundamentacion tedrica para la construcciéon
de los mismos diferenciando cuatro etapas: especificacion, identificacion, estimacion y
evaluacion del modelo.

Finalmente, desarrollaremos un modelo de ecuaciones estructurales con la inten-
cion de estudiar qué influencia tiene la percepcion ciudadana de la corrupcion en la
confianza institucional. A su vez, se estudiaran las posibles relaciones causales entre el
estatus socioecondmico unipersonal y las percepciones ciudadanas de la corrupcion y
del funcionamiento del sistema democratico espanol, entre otros.






Introduccion

1.1 Origen de los modelos de ecuaciones estructurales

Los modelos de ecuaciones estructurales son una herramienta estadistica multiva-
riante que tiene como objeto validar y cuantificar relaciones causales entre variables.
Los SEM cobran importancia debido a que permiten especificar relaciones entre va-
riables observadas y no observadas. Ademas, a diferencia de los modelos de regresion,
tienen consideracion explicita de los errores de medida, permitiendo modelar correla-
ciones entre ellos mediante ecuaciones lineales.

Veremos que la hipdtesis fundamental sobre la que se construyen estos modelos
consiste en que, si el modelo es correcto y conocemos los parametros del mismo, la
matriz de covarianzas poblacional podria ser reproducida exactamente a partir de la
combinacién de los parametros del modelo:

HO:Z:Z(G), (1.1)

donde ) es la matriz de covarianzas poblacionales entre las variables observadas,
6 es un vector que contiene los parametros del modelo y Y (60) es la matriz de cova-
rianzas derivadas como una funcién de los parametros contenidos en el vector 6.

Notese que el empleo de matrices de covarianzas en lugar de observaciones indi-
viduales, hace que modelos como regresion, ANOVA y modelos econométricos, entre
otros, constituyan casos especiales de los modelos SEM (Bollen, 1989). Destacar ade-
mas que los modelos SEM son usados, generalmente, como una técnica de analisis
confirmatorio. Sin embargo, esto no implica que puedan ser usados con caracter ex-
ploratorio. Los principales ambitos donde se emplean dichos modelos con la intencion
de validar resultados tedricos suelen ser la psicologia, economia o biologia.

Contexto historico

Los modelos de ecuaciones estructurales surgen como alternativa al analisis facto-
rial, conocido hasta 1960 por ser el método predominante para establecer relaciones
causales entre variables latentes y observadas. El analisis factorial, a diferencia de los
SEM, es demasiado restrictivo. En concreto, si dos variables estan correladas, este asu-
me que es debido a la presencia de causas latentes comunes entre ellas. Consecuen-
temente, el analisis factorial exploratorio busca estas causas lo cual puede ser a veces
enganoso.

En 1921 Sewell Wright desarroll6 un nuevo enfoque basado en la correlacion y la
idea de establecer relaciones causales lineales. Hasta el momento, las correlaciones se
usaban para, de forma exploratoria, descubrir qué relaciones existian entre variables.
Wright fue atin mas lejos, ya que con su modelo buscaba inferir dichas correlaciones
para, posteriormente, compararlas con las correlaciones observadas. Dicha técnica, de-
nominada path analysis, implementaba un sistema constituido por flechas que estable-
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CAPITULO 1. INTRODUCCION

cia caminos causales' entre variables. Esta representacion grafica sera conocida como
path diagrams.

Por otro lado, en 1936 John Maynard Keynes elaboré un modelo econémico ha-
ciendo uso de sistemas de ecuaciones lineales que relacionaban conjuntos distintos de
variables. Muchos economistas vieron dicho modelo como una extensiéon del analisis
de regresion y se valieron del algebra matricial para representar dichas ecuaciones. Sin
embargo, cuando buscaron métodos para estimar los parametros de las ecuaciones es-
tructurales, se dieron cuenta de que no podian identificar cuando estas tenian soluciéon
tnica. En base a esto, algunos socidlogos establecieron una relacion entre las ecuacio-
nes lineales simultaneas y el path analysis de Wright.

En 1966, Bock y Bargmann proponen un método denominado analisis de estructu-
ras de covarianza. Dicho método se usara para validar modelos de ecuaciones estructu-
rales lineales mediante la covariacion entre variables. A su vez, Karl Joreskog propone
en 1969 un método denominado analisis factorial confirmatorio general, cuyo fin es
determinar si el numero de factores obtenidos y sus cargas se corresponden con los
que cabria esperar a la luz de una teoria previa acerca de los datos. Ademas describiria
la soluciéon de maxima verosimilitud para la estimacién de parametros de dicho mo-
delo. Sin embargo, no seria hasta 1970 cuando Joreskog vio la relaciéon entre ambos,
proponiendo asi un algoritmo de estimacién de maxima veorisimilitud para obtener
los parametros en el modelo de Bock y Bargmann.

Finalmente en 1973, Joreskog colabord con Arthur S. Goldeberg y elabor6 su pro-
pio modelo de ecuaciones lineales simultaneas con variables latentes. Ademas, lo dot6
con un algoritmo computacional mediante el cual podrian realizar pruebas de bondad
de ajuste chi-cuadrado. Este programa fue llamado LISREL (linear structural relations),
combinando asi el analisis factorial con las ecuaciones estructurales simultaneas.

LISREL proporcioné a los investigadores la oportunidad de pensar en términos de
hipétesis causales, asi como el hecho de poder probarlas. A raiz de la aparicion de este
programa, se desarrollaron numerosos articulos. Destacar, en particular, la creacion de
la revista Structural Equation Modeling en 1994.

A lo largo de los anos, muchos han seguido la estela de Joreskog con programas
de su propia invencion. El modelo de ecuaciones estructurales propuesto por Joreskog
fue formulado con algebra matricial, lo cual se transmitié a LISREL, requiriendo asi
al usuario establecer de entrada su modelo en forma matricial. Ademas, surgiria otro
problema, ya que se tenian que separar las variables segiin si dependian de variables
latentes endbgenas o exégenas”. Resultaba pues dificil formular un modelo en el que
una variable dependiese tanto de unas como de otras.

110s caminos causales o también conocidos como causal paths, son secuencias causales relativamente
probables entre un conjunto complejo de causas y efectos potenciales.

2Una variable endégena es aquella cuyo valor esté determinado por las relaciones establecidas den-
tro del modelo en el que esta incluida. Por contra, el valor de una variable exdgena esta determinado
por factores externos al modelo.
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1.1. Origen de los modelos de ecuaciones estructurales

En este contexto, Bentler y Weeks proponen en 1982 un modelo en el que no se
precisa de la separacion entre variables de entrada. En él, cualquier variable obser-
vada podria depender tanto de variables enddgenas como exdgenas. Ahora bien, las
distinguiran por ser funciones o no de otras variables, es decir, variables dependientes
o independientes.

Una vez especificado el modelo elaborando una ecuacion para cada variable depen-
diente (donde cada ecuacién esta compuesta por las causas directas que la afectan),
podriamos distinguir facilmente entre variables latentes y observadas. Bastara con ver
si existe una ecuacién para dicha variable o no. Si no existe dicha ecuacién, podremos
afirmar que nos encontramos ante una variable independiente.

De este modo, Bentler desarrolld y perfeccioné un programa llamado EQS entre los
anos 1989-1995, implementando asi la idea de que dicho modelo podia ser descrito es-
pecificando ecuaciones lineales para cada variable dependiente del sistema. Ademas,
con la ayuda de sus programadores, consigui6 elaborar un método mediante el cual
podia especificar el modelo computacionalmente a través de un path diagram.

A dia de hoy, LISREL y EQS se consideran programas obsoletos para el estudio
de SEM. En contraposiciéon, podemos encontrar otros programas vigentes tales como:
Amos, Steiger’s EZPath y SEPath, McDonald’s COSAN, Neale’s Mx y Fox’s SEM para R.

Las altimas contribuciones al campo de los modelos de ecuaciones estructurales se-
rian realizadas por Pearl, Spirtes, Glymour y Scheines entre los anos 1993-2000 cons-
truyendo la teoria causal en el contexto de la teoria de grafos, introduciendo asi con-
ceptos como los grafos aciclicos dirigidos, el uso de la condicién de Markov, condicion
de minimalidad o fidelidad y d-separacion, entre otros. Una revision metodologica de
estos conceptos puede encontrarse en [12].

Concluimos esta breve introduccion destacando el continuo crecimiento y profun-
dizacion conceptual, estadistica y computacional a la que se han encontrado sometidos
los SEM a lo largo de todo el siglo XX.

Naturaleza de la causalidad

A dia de hoy, no existe una definicion clara de causalidad. De hecho, Nagel estable-
ci6 en 1965 una hipdtesis que sigue siendo aceptada a dia de hoy: «No hay una tnica
explicacion correcta para el término causa». Organizaremos pues este capitulo entorno
al significado de causalidad en términos de modelos de ecuaciones estructurales.

Por norma, no podremos inferir una conexién causal a partir de la correlacién entre
dos variables. A lo sumo, podriamos afirmar que la covariaciéon entre dos variables
implica que ciertos valores de una, estan asociados a ciertos valores de otra. Llegamos
asi a la siguiente definicion:

Definicion 1.1. (Relacion causal) Diremos que existe una relacion causal entre dos o
mads variables cuando ademas de la existencia de covariacion, todo cambio en una variable
suponga un efecto en la otra.



CAPITULO 1. INTRODUCCION

Obsérvese que la covariacion define una relacion simétrica entre variables mientras
que, por lo general, toda relacion causal sera asimétrica.

Consideraremos pues como punto de partida dos variables x; e y;. Para representar
el efecto causal de x; sobre y;, suponiendo que este sea lineal, utilizaremos la siguiente
expresion:

n=rynxi+G, (1.2)

donde y;;° consiste en la influencia esperada de x; en y;, y donde C; es una pertur-
bacion desconocida con E(Cy) = 0. Obsérvese que, en este modelo, ninguna otra causa
de y; esta correlacionada con x;. Optaremos asi por una definicién de causa que impli-
ca la correlacién entre variables, el aislamiento de causas externas y el establecimiento
de la direccion del efecto.

En el caso que nos compete, los conceptos de aislamiento y correlaciéon son los mas
dificiles de evaluar. Para establecer x; como una causa de y;, x; tiene que estar aislada
de C;. Como C; es una perturbacién no observada, no tenemos control directo sobre
ella. Sin embargo, haremos suposiciones acerca de su comportamiento creando asi una
condiciéon de pseudo-aislamiento.

Definicion 1.2. (Condicion de pseudo-aislamiento) Diremos que una variable estd pseudo-
aislada si no existe una covariacion entre el término de perturbacion y todas las variables
explicativas® incluidas en el modelo.

Por otro lado, la creedibilidad de una relacién causal depende finalmente de la di-
reccion del efecto. Esto es, si se afirma que x; es la causa de y;, entonces la variacion
de x; debe variar y;, pero la variacién de y; no debe influir en x; necesariamente.

En 1977, Hume establecid la necesidad de prioridad temporal como una cuarta
condicion para establecer una relacion causal. Esto es, la presunta causa debe preceder
al efecto. Sin embargo, esta y aquellas definiciones de causalidad que dependen de que
el efecto sea perfectamente predecible, carecen de sentido. Esto se debe a que, de ser
asi, no podrian establecerse relaciones simultaneas. Ademas, en caso de aceptar dicho
intervalo temporal, ;qué amplitud ha de tener? Optaremos pues, por una visiéon pro-
babilistica del concepto de causalidad (Suppes, 1970).

Si bien es cierto, en algunos casos aceptaremos un desfase temporal entre la causa y
el efecto. Si ese desfase es menor que el intervalo anteriormente mencionado, la causa
estara establecida en el mismo periodo temporal que el efecto, generandose asi una
relacion de retroalimentacion entre ambas. Esto es, un efecto futuro puede causar un
evento pasado.

Lo razonado hasta ahora en la ecuacion (1.2) es extrapolable al caso multivariante
ya que, generalmente, un experimento aleatorio necesitara de variables multiples que

3En primer lugar, escribiremos el subindice de la variable causa. Seguidamente, haremos lo propio
con el subindice de la variable efecto.

4También conocidas en regresién como variables independientes. Son aquellas que usamos para
explicar, describir o predecir las variables dependientes.
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1.2. Tipos de modelos de ecuaciones estructurales

lo expliquen:

Y1 =YX+ Xt Y%+ 0

(1.3)
= [ix+Cq,

donde I'y es un vector 1xg de [y;...I14] y E(C;) = 0. Asumimos ademas que la con-
diciéon de pseudo-aislamiento es COV(x,(;) = 0 y que la correlacion viene dada por
V1, que es el cambio esperado en y; para un cambio en x; cuando las demas x; (Vi # j)
se mantienen constantes. Como no tenemos control sobre C;, este cambio nunca sera
exacto.

Hasta el momento, hemos estado tratando con modelos compuestos por variables
observadas®. Sin embargo, esto es extrapolable a todos los modelos de ecuaciones es-
tructurales. Obsérvese, por ejemplo, un modelo de medida para una variable observada
x1 y las variables latentes® &; para todo i=1,2,...,n que la afectan:

X1 = A&+ A&+ + A8, + 01,

(1.4)
X1 = AIE + 61 ,

donde Ay es un vector 1 x p de [Ayy...A1,] y E(91) = 0. Razonando de igual modo,
la condicion de pseudo-aislamiento viene dada por COV(&,06,) = 0 y la condicion de
correlacion por Ay;. Se entiende ademas que se verifica la condicion de la direccion
causal.

1.2 Tipos de modelos de ecuaciones estructurales

Para hacer una correcta sintesis de los modelos de ecuaciones estructurales debe-
mos diferenciar entre tres tipos:

1. Los modelos de variables observadas, también conocidos como path analysis, no
incluyen variables latentes y asumen la no existencia de errores de medicion.
Consisten en una generalizacion del modelo de regresion maltiple, ya que tienen
en cuenta multiples ecuaciones de regresion que pueden ser estimadas simulta-
neamente.

2. El analisis factorial es una técnica estadistica de reduccion de datos que se usa
para explicar las correlaciones entre variables observadas haciendo uso del me-
nor niamero de variables latentes posible. Diferenciaremos entre andlisis factorial
confirmatorio y andlisis factorial exploratorio dependiendo de si nuestro objetivo es
confirmar una estructura factorial previamente definida, o en el caso de que no
se considere ninguna, poder hallarla.

3. El modelo de ecuaciones estructurales general consiste en una generalizacion de
los dos modelos previamente expuestos. Permite evaluar la relacion entre varia-
bles observadas y latentes, asi como las relaciones entre constructos.

En el caso que nos atane, dedicaremos este trabajo a la exposiciéon de los principales
fundamentos y técnicas usadas para la construcciéon del modelo mas generalista.

>Indicador de un fenémeno dado en el estudio previo a la definicién del modelo. Ver definicién 2.1.
®Variable no observada en el estudio previo a la definicién del modelo. Ver definicién 2.2.






Principios de los modelos de ecuaciones
estructurales

2.1 Tipos de variables en los modelos de ecuaciones es-
tructurales

Para poder formular correctamente el modelo necesitaremos de una notacién estan-
dar a partir de la cual diferenciar los objetos del estudio. Esta seccién estara dedicada
a dar nombre a las principales variables que nos encontraremos en la elaboracién del
modelo causal. En primer lugar, y de acuerdo con lo anteriormente expuesto, el prin-
cipal objetivo de los SEM consiste en establecer relaciones causales entre indicadores
medibles y aquellas variables que no se pueden observar directamente.

Definicion 2.1. (Variable observada o indicador) Variable obtenida mediante la medi-
cion de un fenomeno dado.

Definicion 2.2. (Variable latente o no observada) Variable del modelo no medida y, por
ende, libre de errores de medicion. También conocida como factor.

Por otro lado, indiferentemente de si una variable es observada o no, tendremos
que hacer una apreciaciéon dependiendo de si esta es causa o efecto de otra variable. El
hecho de que una variable sea efecto de otra, no excluye que pueda ser causa de una
tercera variable. Esto lo veremos mas adelante. Distringuiremos asi entre variables
endogenas y exogenas.

Definicion 2.3. (Variable exogena) Variable no causada por ninguna otra variable del
modelo. Generalmente, pueden ser causas de otras variables. Conocidas, en regresion, como
variables independientes.

Definicion 2.4. (Variable endogena) Variable causada por otra variable del modelo. Una
variable endogena puede causar a su vez otra variable endogena. Por analogia, diremos que
son las variables dependientes en los modelos de regresion. Esta debe ir acompaiiada siempre
de un error.

Por altimo, destacar la existencia de una variable que refleje el error cometido a la
hora de elaborar nuestro modelo. Distinguiremos entre errores de medida (a la hora de
estimar las variables observadas de nuestro modelo) y errores de predicciéon (cuando el
error se fundamente en los calculos matematicos derivados de las suposiciones hechas
a la hora de hipotetizar el modelo).

Definicion 2.5. (Variable error) Variable latente que representa tanto a los errores de
medida como a las variables no contempladas en el modelo y que pueden afectar a la medicion
de una variable observada. El error asociado a una variable dependiente es conocido como
error de prediccion.

La notaciéon que emplearemos a lo largo de este trabajo para hacer referencia a estas
variables consistira en aquella desarrollada por Joreskog (1973, 1977), Wiley (1973) y
Keesling (1972), posteriormente popularizada en LISREL:
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2. PRINCIPIOS DE LOS MODELOS DE ECUACIONES ESTRUCTURALES

» Las variables exdgenas observables se escribiran como x y las variables exdgenas
latentes como &.

» Las variables enddgenas observables se representaran como y mientras que las
enddgenas latentes como 7.

» Los errores de medida de las variables observables exdgenas se representan como
0, los de las variables endogenas como ¢ y los errores que afectan a las variables
latentes enddgenas como C. Las variables latentes exdgenas no estaran afectadas
por error.

» Los coeficientes que representan la relacion de una variable latente (endoégena o
exogena) con sus indicadores se denotan mediante A, acompanada de un subin-
dice que indique el tipo de variable (x o y) si fuera necesario distinguirlos.

» Los efectos de una variable enddgena sobre otra endogena se representan por un
coeficiente B, los efectos de una variable exdgena sobre otra endogena se repre-
sentan por un coeficiente y.

» Las covarianzas entre los errores de medida se representan como 8, acompanado
del subindice 6 o ¢, segtn al error que se refieran. Las covarianzas entre variables
latentes exdgenas se representan como P.

» Las covarianzas entre los errores de variables enddgenas latentes se representan
como W.

Ahora bien, establecer las hipotesis de partida para la elaboracion de nuestro mo-
delo puede resultar algo complejo si no lo vemos graficamente. Es por ello que surgen
los digramas de caminos.

2.2 Diagramas de caminos

La complejidad de los modelos de ecuaciones estructurales precisa de una repre-
sentacion simplificadora. En 1921, Sewell Wright mostr6 que, mediante los diagramas
de caminos, o también conocidos como grafos dirigidos, era posible ajustar el modelo.
Los diagramas de caminos se rigen por las siguientes normas:

» Las variables observadas seran representadas mediante cuadrados y las variables
latentes mediante circulos.

» Los errores, ya sean perturbaciones o variables residuales, careceran de estruc-
turas visuales que los contengan (aunque algunos programas los dibujan como
variables latentes).

» Los caminos causales directos seran representados mediante flechas apuntando
desde la variable causa hasta la variable efecto. Si no existe un camino entre dos
variables, entonces no existe una relacion causal entre ambas.

» Las relaciones entre variables de tipo covariante (correlaciones y covarianzas) se
representaran como vectores curvos con una flecha en cada extremo.



2.2. Diagramas de caminos

En la siguiente imagen podemos observar un resumen de los principales simbolos
empleados para denotar a las principales variables y relaciones de un diagrama de
caminos:

Variables observadas

O Variables latentes o constructos
—®» Camino causal directo

+4+—» (Covariacion

Figura 2.1: Nomenclatura diagramas de caminos

En base a lo anteriormente expuesto y antes de continuar, debemos diferenciar en-
tre los conceptos de perturbacion y variable residual. Una perturbacion representa in-
fluencias en el modelo tales como errores de medida, y son estableciendo una analogia,
parecidas a los factores tnicos del analisis factorial. Sin embargo, las perturbaciones
pueden contener tanto errores sistematicos como no sistematicos. Ademas, normal-
mente se suponen incorreladas entre siy con otras variables exégenas. En cuanto a los
residuos, destacar que son el resultado de las operaciones matematicas realizadas en el
modelo.

Por ultimo, y en base a nuestro diagrama de caminos, podremos diferenciar entre
dos tipos de modelos: recursivos o no recursivos.

Definicion 2.6. (Modelo recursivo) Modelo en el que las perturbaciones no estin relacio-
nadas y donde los efectos causales son unidireccionales.

Definicion 2.7. (Modelo no recursivo) Modelo en el que puede existir referencias circula-
res 0 cuyos errores pueden estar correlacionados.

m\ ,/G:D i e O,
y1 _

4
x2 2 ] g2 @

Figura 2.2: A la izquierda un modelo recursivo. A la derecha un modelo no recursivo.

fi12
N —

Identificar y desarrollar un modelo de ecuaciones estructurales no resulta tarea
sencilla. Es por ello, que muchos investigadores comienzan dibujando el diagrama de
caminos, que posteriormente convierten a un sistema de ecuaciones lineales valido
para usarlo computacionalmente. Sin embargo, antes de que veamos coémo establecer
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2. PRINCIPIOS DE LOS MODELOS DE ECUACIONES ESTRUCTURALES

dichas ecuaciones, necesitaremos establecer el tipo de relaciones causales patentes en-
tre las variables y otros parametros del modelo.

Tipos de relaciones entre variables

Para identificar los tipos de relaciones causales inherentes en los modelos de ecua-

ciones estructurales supondremos dos variables A y B cuya covarianza sea no nula. Las
diferentes formas de covariar entre dos variables son:

» A causa B: relacion directa en la que asumimos un modelo de regresion donde A

es la variable causa y B la variable efecto.

B causa A: relacion analoga a la anterior en la que podemos establecer B como la
variable causa y A como la variable efecto.

A causa B y B causa A: ocurre cuando existe reciprocidad entre las relaciones
directas anteriormente mencionadas.

Relacion espuria entre A y B: diremos que A y B estan espuriamente relacionadas
si ambas poseen una causa comun. Es decir, existe una variable C que causa Ay
B.

A causa Cy C causa B: relacién indirecta entre A y B debido a la participacion de
una tercera variable C entre ambas.

Relacion espuria + relacion indirecta: en este caso A y C seran variables exdgenas.
No se especificara el tipo de relacion existente entre ambas y, por ende, no po-
dremos distinguir si C influye indirectamente o espuriamente en la covariaciéon
de A y B. Denominaremos a esta relaciéon como efecto conjunto.

En la siguiente figura podemos ver una representacion grafica de los tipos de relaciones
que nos podemos encontrar entre las variables de nuestro modelo:

10

A |—m=f B A |w— B A [~ ™ =&
|
Figura 2.1: A causa B Figura 2.2: B causa A Figura 2.3:

Acausa By B causa A

A B A B A B
C c c
Figura 2.4: Relacion Figura 2.5: Figura 2.6:
espuria entre Ay B Acausa CyCcausa B Efecto conjunto

Figura 2.3: Tipos de relaciones entre variables



2.2. Diagramas de caminos

Reglas de descomposicion de los diagramas de caminos

Una vez determinadas las fuentes de covariaciéon de nuestro modelo, debemos es-
tablecer la relacion entre los parametros y las covariaciones entre variables. Surgen asi
las llamadas reglas de descomposicion que nos permitiran, en tltima instancia, esti-
mar el valor de los parametros a partir de las relaciones entre variables.

Consideraremos a las varianzas y covarianzas de las variables ex6genas como para-
metros del modelo. Las reglas de descomposicion para derivar el resto de varianzas y
covarianzas son:

1. La covarianza ente dos variables es igual a la suma de los efectos directos, in-
directos, espurios y conjuntos. Estos efectos se representaran mediante flechas.
El origen puede ser tanto una de las dos variables (efectos directos e indirectos),
una tercera variable (efectos espureos), o una covarianza entre variables exdge-
nas (efectos conjuntos). El efecto es el resultado de multiplicar la varianza de la
variable de partida (o covarianza en su caso) por todos los parametros asociados a
las flechas recorridas hasta unir las variables de interés. No podremos pasar mas
de una vez por la misma variable.

2. La varianza de una variable dependiente es igual a la varianza del término de
perturbacion mas la varianza explicada por las otras variables del modelo. Esta
varianza explicada puede expresarse a su vez en funcién de todas las variables
explicativas con efecto directo sobre la dependiente, como suma de todos los pro-
ductos entre estos efectos directos y las covarianzas entre la variable dependiente
y la explicativa relacionadas por dichos efectos.
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Hipotesis previas

Multinormalidad de las variables observadas

En la secciéon 4.3 veremos que la etapa de estimacion precisa de ciertos métodos
capaces de aproximar los valores de los parametros del modelo. Entre ellos destacare-
mos la estimacioén por maxima verosimilitud. Una de las hipotesis previas para poder
aplicar este método reside en la necesidad de que las variables observadas de nuestro
modelo sigan de forma conjunta una distribucién normal multivariante:

Definicion 3.1. Sea X = (Xy, X»,..., Xy) una variable aleatoria k-dimensional. Diremos que
X sigue una distribucion normal multivariante si su densidad de probabilidad conjunta
viene dada por:

fx(x1,%x0,...,xx) = mexp{—%(x—y) . Z_l -(x—y)T} , x;€R Vi, (3.1)

donde p = (py, po,..., px) con p; € R para cada i, vy ), es una matriz cuadrada de orden k
simétrica y definida positiva'.

Proposicion 3.1. Sea X = (X1, Xy,..., Xy) una variable aleatoria k-dimensional. Si X sigue
una distribucion normal multivariante, entonces X; Vi = 1,2,...,k sigue una distribucion
normal univariante. El reciproco no es cierto.

La normalidad univariante es una condicién necesaria pero no suficiente para que
se satisfaga la multinormalidad. Debido a esto, necesitaremos comprobar, en primer
lugar, que todas las variables observadas se distribuyen normalmente. Para ello pode-
mos hacer uso de los tests de Kolmogorov-Smirnov-Lilliefors o Shapiro-Wilk y los con-
trastes de asimetria y curtosis. En referencia a estos tltimos, Mardia (1970, 1974, 1985)
propone tests multivariantes de curtosis y asimetria con la intencién de certificar si un
conjunto de variables observadas sigue una distribucién normal multivariante:

Definicion 3.2. (Test de Mardia) Sea N es el niimero total de observaciones; z; y z; los
vectores columna con valores de todas las variables para las observaciones i-ésima y j-ésima,
repectivamente; z el vector columna de las medias muestrales y S71 la matriz inversa de la
matriz de varianzas-covarianzas muestral. Entonces, los tests multivariantes de curtosis y
asimetria son:

1. Test de asimetria

2. Test de curtosis

N
by, = (%) Z{(zi ) -s7 (2 -2 (3.3)

!Por ser definida positiva, la forma cuadrética (x —u)- Y, ™' - (x — )T > 0 y dado que es simétrica y
definida positiva, [} | >0
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Los estadisticos de contraste W (b ,) y W(b,,,) 2 obtenidos a partir de (3.2) y (3.3) se
distribuyen asintdticamente segiin una distribuciéon normal estandar. Ademas, pode-
mos realizar un contraste conjunto de simetria y mesocurtosis multivariante mediante
el siguiente estadistico:

Definicion 3.3. (Estadistico de Mardia y Foster) El test general verificando las hipotesis
de no asimetria o exceso de curtosis

K% =W(by,,)* + W(by,)? (3.4)

se aproxima a una distribucion X? con 2 grados de libertad. Donde W(by,p) y W(by,,) son
las transformaciones de Wilson-Hilferty de by , v b .

Ante la dificultad de obtener datos distribuidos segtin una normalidad multivarian-
te, la practica mas comun reside en comprobar que los valores de asimetria y curtosis
de cada variable no superan los valores 3 y 10 respectivamente (Curran, West y Finch,
1996).

Tamano de la muestra

A dia de hoy siguen existiendo discrepancias debido al tamano minimo que de-
be tener una muestra. Desde 1990, gran cantidad de investigadores han propuesto
un tamano minimo de 10 registros por cada variable observada (Jayaram, Kannan &
Tan, 2004), mientras que otros sugieren un ratio de 5 registros por parametro libre’
(Bentler, 1989). Goodhue, et al. (2006, 2007) estudiaron la regla de los 10 mediante
simulaciones de Monte Carlo para comparar muestras de tamano 40, 90, 150 y 200.
Sin embargo, los resultados fueron poco concluyentes:

«In fact, for simple [SEM] models with normally distributed data and relatively
reliable measures, none of the three techniques have adequate power to detect
small or medium effects at small sample sizes ... These findings run counter to
extant suggestions in MIS literature»

Se deduce asi que no existe una regla general para la eleccién del tamano de la
muestra. Si bien es cierto, rara vez se consideraran muestras con N < 200. Para finalizar,
destacar que Marsh et al (1988, 1996, 1998) llevaron a cabo 35000 simulaciones de
Monte Carlo haciendo uso de LISREL y obtuvieron que el tamano adecuado para una
muestra debe ser:

N > 507> —450r + 1100,

donde r es el numero de indicadores por variable latente.

2Estos estadisticos, asi como su obtencién, pueden ser consultados en la pagina 424 de [7].
3Consultar definicién 4.13.
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Construccion del modelo SEM
4.1 Especificacion del modelo

Comenzaremos la construccion del modelo mediante la obtenciéon de una estructu-
ra que identifique las relaciones entre variables latentes exdgenas y endogenas. Dicha
estructura, llamada modelo estructural, consistira en un conjunto de hipdtesis acerca
de las relaciones direccionales entre constructos. En segundo lugar, construiremos los
modelos de medida que indicaran como medir las variables latentes.

Modelo estructural

Definicion 4.1. (Modelo estructural) La formulacion matricial del modelo estructural
viene dada por:

n=Bn+T&E+T, (4.1)

donde n es un vector (p x 1) de variables endogenas latentes; & es un vector (q x 1) de
variables exdgenas latentes; B es una matriz (q x q) de coeficientes que relacionan variables
latentes endogenas; I es una matriz (p x q) de coeficientes I}; de saturacion de las variables
latentes enddgenas con exdgenas; C es un vector (q x 1) de errores o términos de perturbacion.

Definicion 4.2. (Condiciones modelo estructural) Todo modelo satisfaciendo (4.1) cum-
ple las siguientes condiciones:

E(p)=0, E(§)=0, E@)=0, COV(L&) =0, (4.2)

donde E(n) =0y E(&) = 0 indican que 1j; en  y &; en & entran desviadas de su media. Esto
es, si 1 y & son las variables originales, entonces 1; = ni = E(;ﬁ) paratodoi=1,...,m,p
& =& —E(&]) paratodoi=1,...,n.

Proposicion 4.1. (Forma reducida) Todo modelo estructural satisfaciendo |I-B| = 0 puede
expresarse como:

n=(I-B)""-(TE+Q), (4.3)

donde los elementos de las matrices B y I podrdn ser fijados con la intencion de identificar
el modelo.

Asumiremos ademas que los C; con i = 1,...,m son homocedasticos y no autoco-
rrelacionados. Es decir, para una misma ecuacion las perturbaciones asociadas a dos
observaciones no estan correlacionadas y tienen la misma varianza. Sin embargo, he-
mos de tener en cuenta que los SEM estan descritos por multiples ecuaciones en las
que las perturbaciones de dos ecuaciones distintas pueden estar correlacionadas y te-
ner varianzas distintas.

Definicion 4.3. (Matriz de covarianzas entre variables latentes exogenas) Para el mo-
delo estructural (4.1) se define

t
como una matriz n x n de covarianzas entre variables latentes exdgenas.
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4. CoNSTRUCCION DEL MODELO SEM

Definicion 4.4. (Matriz de covarianzas entre perturbaciones) Para el modelo estructural
(4.1) se define
W= (lpij)mxm = E(CCt) (4.5)

como una matriz m x m de covarianzas entre los errores de las variables enddgenas latentes.
Si dichos errores no estan correlacionados, entonces W es diagonal.

Modelo de medida

El modelo de medida consta de al menos una variable latente definida mediante in-
dicadores (o variables observadas) susceptibles a errores de medida. Esto es, los mode-
los de medida son aquellos que relacionan variables latentes con variables observadas.
De hecho, todo modelo de medida consta de tantas ecuaciones como variables obser-
vadas haya. Destacar ademas que diferenciaremos entre un sistema de ecuaciones que
definira las variables exdgenas y otro que hara lo propio con las variables endogenas.

Definicion 4.5. (Modelo de medida) La formulacion matricial del modelo de medida viene
dada por:
oneio) ao

1% :qu+s

donde x e y son dos vectores (q x 1) y (p x 1) de variables observables; A, vy Ay son dos
matrices de orden (q x n) y (p x m) que contienen las saturaciones de las variables observables
en las variables exdgenas y endogenas respectivamente; & es un vector (n x 1) de variables
exogenas; 1 es un vector (m x 1) de variables enddgenas; & y € son dos vectores (g x 1) v (p
x 1) de errores de medida.

Definicion 4.6. (Condiciones modelo de medida) Todo modelo satisfaciendo (4.5) cum-
ple las siguientes condiciones:

E(n)=0, E(&)=0, E(e)=0, E(6)=0. (4.7)
Ademds, € v & no estan correlacionados entre ellos mismos ni con & y 1.

Definicion 4.7. (Matriz de covarianzas entre variables exogenas observables) Para el
modelo de medida (4.5) se define

05 = (eij)qxq = E(éét) (4.8)

como la matriz (q x q) de covarianzas entre variables exdgenas observables.

Definicion 4.8. (Matriz de covarianzas entre variables endogenas observables) Para
el modelo de medida (4.5) se define
0, =(6;))

pxp = E(eet) (4.9)

como una matriz (p x p) de covarianzas entre las variables enddgenas observables. Si los
errores no estdan correlacionados, entonces @g vy @, son matrices diagonales.

La defincion de un buen modelo de medida previo es imprescindible para la cons-
truccion de un modelo estructural. Para llevar a cabo dicha labor haremos uso del
analisis factorial.
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Matriz de covarianzas implicada

Teorema 4.1. La matriz de covarianzas implicada para el caso general satisfaciendo

,(0) 0
2= ():xy (0) zxxw)) (4.10)

donde ¥, (0), ¥4y (0) v X1 () corresponden a las matrices de covarianza de los respecti-
vos subindices, viene dada por:

_(A,(I-B) YT ®I'+W)[(I-B) AL +©, A,(I-B)'T®AL
Z(e)_( ' ACOT((I-B) AL A DAL+ 0, ) (411)

Demostracion:
Si consideramos en primer lugar la matriz de covarianzas implicada ZW(G) tenemos

que:
) (8) =E(yy")

vy
=E[(Ayn +&)(Ayn + €)'
= E[(Ayn +€)(n' Ay, + €")]
= AyE(n1")A,, + O, (4.12)
Obsérvese que haciendo uso de (4.3) tenemos que:
Z(e) =A,(1-B) (T®T' + W)[(1-B)'A! + @, (4.13)
vy

En cuanto a la matriz de covarianza implicada de y y x, Z},x(e):

) (8)=
yx

= E[(Ayn +€)(&"' A% +8")]

= AyE(qét)Afc. (4.14)
De nuevo, haciendo uso de (4.3) se prueba que:
Z(e) = A,(1-B) 'T®A! (4.15)
vx
y
Z(e) = A, DAL + 0. (4.16)

xXx

Ahora bien, haciendo uso de las ecuaciones (4.13), (4.15) y (4.16), la matriz de cova-
rianza implicada de x e y es:

Z(e) _ (Ay(l -B) '(T®T' +W)[(1-B)'['A;, +©, A,(I1-B)"'T®A;

A,DT![(1-B) A} A DAL + O, (4.17)

Llegando asi a la matriz implicada por el modelo estructural general. Hemos hecho

uso de que ny(e) = [Zyx(e)]t =
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4. CoNSTRUCCION DEL MODELO SEM

Corolario 4.1.1. La matriz de covarianzas implicada para el modelo de variables observadas
satisfaciendo (4.10) viene dada por:

Z(e) _ ((I—B)—l(rcprf +W)[(I-B)']" (I-B)'T®

@T[(I-B) ] @ (4-18)

Demostracion:

El modelo de ecuaciones estructurales con variables observadas no es mas que una

simplificacién del caso general. Esto se debe a que el modelo de variables observadas

asume que todos los errores son nulos. Llegamos asi a quey =1 y que x = &£. Ahora

bien, sustituyendo @, = 0,05 =0, Ay, = I, y Ay =1, en (4.17) se concluye el resultado.
[ |

Corolario 4.1.2. La matriz de covarianzas implicada para el modelo de andlisis factorial
confirmatorio satisfaciendo (4.10) viene dada por:

) (0) = A, DAL+ 0, (4.19)

Demostracién:

Como el modelo factorial confirmatorio no plantea hipétesis acerca de las relacio-
nes direccionales entre 11 y &, entonces B y I' son nulas. De igual modo, al no haber
variables latentes enddgenas, los términos Ay, 0,y W también lo son. Por tanto:

Z(B) = E(xx")
= E[(Ay&+0)(E' AL +6")]
= AE(EEHAL + O
= A, PAL + 0.

(4.20)

Analisis factorial

El analisis factorial es una técnica estadistica multivariante de reduccion de di-
mensionalidad que se usa para explicar las covarianzas y correlaciones entre variables
observadas a partir de una numero menor de variables latentes. Distinguiremos entre
andlisis factorial exploratorio (EFA) y analisis factorial confirmatorio (CFA).

El analisis factorial exploratorio no parte de un modelo prefijado, por lo que el
numero de variables latentes no esta predefinido. Generalmente, todas las variables
latentes afectan a todas las variables observadas, los errores de medida no estan corre-
lacionados y la infraespecificacion de parametros es algo comun. Por contra, el analisis
factorial confirmatorio si parte de un modelo dado, por lo que el nimero de varia-
bles latentes sera fijado con anterioridad por el analista. Ademas, toda influencia de
una variable latente en una variable observada ha debido ser también previamente
especificada. Destacar que algunos efectos directos de variables latentes son fijados o
simplemente tienen valor nulo. Los errores de medida pueden estar correlacionados y
las covarianzas de las variables latentes pueden ser estimadas, siendo la identificacion
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de parametros necesaria.

Para el desarrollo de este trabajo se hara uso del analisis factorial con la intencion
de proponer y validar los constructos teéricamente establecidos. En esta seccion se tra-
tara de realizar una breve descripcidon de los principales resultados usados, aunque
debido a la brevedad de este documento, se propone al lector consultar [15] o [4]. Si-
guiendo lo dicho por Williams, Onsman y Brown en 2010, todo analisis factorial debe
comprender las siguientes fases:

¢Es la muestra apropiada para realizar un analisis factorial?

En primer lugar, siguiendo lo establecido en el capitulo anterior, comprobaremos
que el tamano de la muestra satisface el minimo requerido. Por otro lado, Henson y
Roberts establecieron que debemos inspeccionar la matriz de correlaciones en busca
de coeficientes mayores a 0.3, ya que, de lo contrario, el analisis factorial carece de
sentido. Esta opinidn fue respaldada por Hair et al. (1995) mediante la elaboracién de
una regla por la cual se establecen dichos coeficientes como +0.3 = minimo, +0.4 = im-
portante, +0.5 = significativo. En tercer lugar, previa extraccion de los factores, debe-
mos confirmar que la muestra es valida para realizar el analisis factorial. Existen gran
cantidad de test para llevar a cabo este proceso. Sin embargo, en este documento se
mencionaran solo cuatro de ellos: test de adecuacién muestral de Kaiser-Meyer-Olkin
(KMO), el test MSA, la prueba de Esfericidad de Bartlett y el test de Fligner-Killeen .

El test KMO nos proporciona un indicador de la aplicabilidad de una analisis fac-
torial. Valores altos indican alta adecuacion de un AF.

Definicion 4.9. (Test de Keiser-Meyer Olkin)
Zi:tj Z rizj
Zi:tj 21’12] + Zi:tj Z,aizj,

donde r;; son los coeficientes de correlacion y a;; los coeficientes de correlacion parcial.

KMO = (4.21)

La interpretacion del test KMO puede verse reflejada en la siguiente tabla:

Valor de X?/df Ajuste
0,9<KMO<1 Muy bueno
0,8<KMO<0,9 Meritorio
0,7<KMO<0,8 Mediano
0,6 <KMO<0,7 Mediocre
0,5<KMO<0,6 Bajo
KMO<0,5 Inaceptable

Cuadro 4.1: Ajuste del estadistico KMO

El test MSA es un coeficiente muy parecido al KMO pero proporciona una medida
individual de cada variable. Si en alguna variable el valor es bajo, podemos considerar
eliminarla del analisis:
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4. CoNSTRUCCION DEL MODELO SEM

Definicion 4.10. (Test MSA)

(4.22)

donde r;; son los coeficientes de correlacion y a;; los coeficientes de corrlacion parcial.

La prueba de esfericidad de Bartlett contrasta la hipotesis nula de que la matriz de
correlaciones es una matriz identidad, en cuyo caso no existirian correlaciones signifi-
cativas entre las variables y el modelo factorial no tendria cabida.

Definicion 4.11. (Prueba de esfericidad de Bartlett) Dado el contraste de hipotesis:

Hy:02=0?= =0y,
oL k (4.23)
se define el estadistico:
N —k)-In(s2) =Y ._1 k(N; = 1) - In(s?
IR D)~ T KON 1) (<)) wy

1+ (/G- D)((ZE, 1/(N; = 1)) = 1/(N = k)’

donde 51‘2 es la varianza del término i-ésimo, N es tamaiio de la muestra, N; es el tamaifio de
L . 2 - 1
la muestra del grupo i-ésimo, k es el niimero de grupos, y s, es la varianza agrupada .

Este estadistico sigue una distribucién X2 con k-1 grados de libertad, siendo muy
sensible a la falta de normalidad. Cuando trabajemos con muestras no normales, ha-
remos uso del Test de Fligner-Killen, prueba no paramétrica que presume de robustez
frente a dichas desviaciones (Mandasky, 1988). Mencionar que este estadistico sigue,
bajo Hj, una distribucion sz_l.

Definicion 4.12. (Test de Fligner-Killen) Dado el contraste de hipdtesis (4.23), se define
el estadistico: .
Yy il - @)’
YN (an, —@)/(n-1)

siendo n; el tamaio de la i-ésima muestra; an,j = d1 (% + m) para todo j =1,...,N

donde @~ (p) es el percentil 100p de la distribucién N(0,1); a; = Yjeq, anil’ donde G; denota
la muestra de la poblacion iy a = Z;\il %

FK =

(4.25)

Extraccion de factores

El objetivo de la extraccion consiste en encontrar los coeficientes del modelo o car-
gas factoriales. Partimos de que ni la matriz de cargas ni los factores son magnitudes
observables lo que plantea un problema de indeterminacion:

» Un conjunto de factores puede explicarse con la misma precision tanto con fac-
tores correlacionados como incorrelacionados.

!Se define la varianza agrupada como la media de las varianzas del grupo: sg = Zle (N;-1 )'siz/(N—k).
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» Los factores no pueden determinarse de forma tnica: el modelo factorial es inva-
riante frente a rotaciones ortogonales.

Existen numerosos métodos para realizar dicha extracciéon: analisis de compon-
tentes principales, maxima verosimilitud, minimos cuadrados generalizados, minimos
cuadrados ponderados, etc... En el caso practico a desarrollar en este trabajo, se hara
uso de la factorizacion de ejes principales.

Ahora bien, para establecer el numero de factores a extraer tendremos en cuenta el
criterio de Kaiser para autolavores mayores que 1y el grdfico de sedimentacion. El criterio
establecido por Kaiser, como su propio nombre indica, consiste en establecer tantos
factores como autovalores de la matriz de varianzas-covarianzas existen y son mayores
que 1. Por otro lado, el grafico de sedimentacion (Cattell, 1966) consiste en una re-
presentacion grafica del tamano de los autovalores. Buscaremos el punto de inflexion
donde los autovalores dejan de explicar una cantidad significativa de varianza.

Rotacion de factores

Otra consideraciéon que debemos hacer a la hora de decidir cuantos factores vamos a
analizar es si las variables pueden estar relacionadas con mas de un factor. La rotacién
maximiza las cargas factoriales de unos items y minimiza las de otros, obteniendo
asi una solucién mas simple de interpretar. Diferenciaremos dos tipos principales de
rotacion: rotacion ortogonal o rotacion oblicua.

» Rotacion ortogonal: las rotaciones respetan los angulos y los factores permanecen
incorrelados. En este caso, las cargas factoriales se interpretan como correlacio-
nes entre factores y las variables.

» Rotacion oblicua: los factores estan correlados y no pueden interpretarse inde-
pendientemente. Solo se utilizaran estas rotaciones si no obtenemos buenos re-
sultados con una rotacién ortogonal.

En el caso que nos compete, haremos uso, o bien de ninguna rotacion, o de la rota-
cion ortogonal varimax (Kaiser, 1958).

Fiabilidad de los modelos de medida

Todo estudio en el que exista una componente de medida debe preocuparse por la
fiabilidad de la medicién realizada. Para comprobar dicha precisién o fiabilidad, ha-
remos uso del estadistico Alpha de Cronbach propuesto en [9]. Otros estadisticos mas
restrictivos como el Método test-reset, alternative form o split-halves pueden ser consul-
tados en [7].

Definicion 4.13. Supuestas dos medidas x; = a; + T; + €; y X; = a;Tj + ¢j, donde e; y e; no
estan correlacionados y T; = ;.

1. Sia;=a; =1y VAR(e;) = VAR(e)), entonces x; y x; son medidas paralelas.

2. Sia;=a;=1y VAR(e;) # VAR(ej), entonces x; y x; son medidas tau-equivalentes.
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4. CoNSTRUCCION DEL MODELO SEM

3. Sia;=a;y VAR(e;) = VAR(e)), entonces x; y x; son medidas congenéricas.

Definicion 4.14. (Fiabilidad) La fiabilidad o consistencia de una medida Px;,x; equivale a

B aizVAR(Ti) (4.26
Pxii = TV AR(x;) -26)

Proposicion 4.2. Dada la fiabilidad de una medida P, x;» Se cumple que:
pJ2C,',T,' = pxi,xj' (4:27)

Demostracién:
. [COV(x,w)]> _ of[VAR(T)” _ afVAR(r) _ ) (4.28)
Y% VAR(x;))VAR(t;) VAR(x;)VAR(T;) VAR(x;) v '

|

El alpha de Cronbach surge ante la necesidad de paliar las criticas del método
Split-halves, siendo actualmente el método de estimacion de fiabilidad mas empleado
en psicometria. Este, medira la fiabilidad de una suma de medidas paralelas o tau-
equivalentes.

Lema 4.1. (Alfa de Cronbach) El coeficiente de fiabilidad de escala Alfa de Cronbach viene

dado por:
q Y!, VAR(x)
a_(—q—l)(l_—VAR(H) J, (4.29)

donde q es el niimero de items de la escala.

Demostracion:
Sea H = Z?:l x; = H, donde x; son las variables observadas de un modelo. Partiendo
de (4.27):
> [COV (1, H)])? _ [COV(ty,x1 + x5+ +x,)]? _ [COV (T, 97 + L1 &)
Pr.H VAR(ty)VAR(H) VAR(ty)VAR(H) VAR(ty)VAR(H)
[qVAR(t]*  _ q’VAR(t) _

" VAR(t;)VAR(H) _ VAR(H) _FPHH:

Reformulando lo obtenido en la ecuacién anterior, llegamos a que el alfa de Cron-
bach vendra dada por:

PHH = "VARH) ~ (- 1)VAR(H)

2 q*VAR(ty) q(q—l)qVAR(Tl)_( q )(QZVAR(Tl)—qVAR(Tl))
a—1 VAR(H)

g \(9*VAR(t))+ YT VAR(e;) —qVAR(t)) + Y.T_ VAR(e;)
BV VAR(H)
g \(VARH)-[qVAR(t;)+ Y1 VAR(e;)]
VIS VAR(H) ]
(-9 \(, T VARK)
g—1 VAR(H)
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4.2. Identificacion del modelo

|

Se podria comprobar ademas que el alfa de Cronbach proporciona un limite infe-

rior para la fiabilidad en el caso de mediciones congenéricas. Las reglas mediante las
que se regira este coeficiente son:

Valor de « Ajuste
09<a<l1 Muy buen ajuste
0,8<a<0,9 Buen ajuste

0,7<a<0,8 Ajuste aceptable
0<a<0,7 Ajuste insuficiente

Cuadro 4.2: Reglas del Alfa de Cronbach.

4.2 Identificacion del modelo

La etapa de identificacion de parametros consiste en ver si la matriz de covarianzas
de las variables observadas contiene suficiente informacién como para que, a la hora
de estimar los parametros, no haya inconsistencias.

Definicion 4.15. Un pardmetro de O estd identificado si puede escribirse como funcion de
uno o varios elementos no redundantes de ), y esta funcion conduce a una solucion tinica.
Si todos los pardmetros de O estdn identificados, entonces el modelo estd identificado.

A la hora de identificar un modelo nos encontraremos principalmente con dos pro-
blemas. En primer lugar, en los modelos que implican una mayor complejidad a la hora
de relacionar sus variables latentes y observadas, podemos caer en la infraespecifica-
cion de variables. En segundo lugar, debemos centrarnos en la consistencia del modelo
ante grandes volimenes de datos y distribuciones normales multivariantes.

Definicion 4.16. (Tipos de identificacion) Distinguiremos tres tipos de identificacion de-
pendiendo de si la cantidad de elementos no reduntantes en la matriz de covarianzas de las
variables observadas es menor, igual o mayor que el niimero de parametros desconocidos en

0:

1. Modelo infraidentificado (t > n(n+ 1)/2): la informacion contenida en Y, no es sufi-
ciente para estimar los parametros.

2. Modelo saturado (t = n(n+1)/2): la informacion contenida en Y, es suficiente para la
estimacion de los pardametros. La solucion del sistema Y (0) = Y, es tinica.

3. Modelo sobreidentificado (t < n(n+1)/2): tenemos mds informacion en Y, de la necesi-
tada. El sistema determinado por ) (0) = Y tiene infinitas soluciones. Es la solucion
optima.

Donde t es el nuimero de pardametros y n el niimero de variables observadas.

Ahora bien, antes de poder continuar con la identificacion del modelo, necesitamos
establecer los tipos de parametros presentes en el mismo:

23



4. CoNSTRUCCION DEL MODELO SEM

Definicion 4.17. (Tipos de parametros)
1. Pardametro libre: Parametro desconocido no restringido para ser estimado.
2. Parametro fijo: Pardmetro conocido al que se le agina previamente un valor dado.

3. Pardmetro restringido: Parametro que al estimarse, adquiere el mismo valor que otro
pardmetro no fijo, o que puede escribirse en funcion de otros pardametros libres.

Definicion 4.18. (Parametros del modelo)
1. Varianzas y covarianzas de variables exdgenas.
2. Coeficientes que conectan las variables latentes con sus indicadores.
3. Coeficientes de regresion entre variables observadas o latentes.

Nota: Las varianzas y covarianzas entre variables enddgenas y las covarianzas entre
variables endogenas y exdgenas no son parametros del modelo.

Infraidentificacion en modelos de ecuaciones estructurales

Si un modelo esta infraespecificado no podemos confiar en la estimacién de sus pa-
rametros, errores o en su test chi-cuadrado. Encontraremos principalmente dos tipos
de infraespecificacion: estructural y empirica. Diremos que un modelo esta infraespe-
cificado estructuralmente cuando el problema resida en su propia construccion. Por
contra, diremos que un modelo esta infraespecificado empiricamente cuando el pro-
blema se encuentre en los valores particulares encontrados en los datos.

En 1989, Bollen confeccioné varias reglas mediante las cuales poder juzgar si un
modelo esta estructuralmente definido. Estas reglas suponen algunas restricciones pre-
vias para garantizar que el modelo posee una escala de medida. Generalmente, asumi-
remos que, o bien algunos coeficientes estructurales /\ij son fijos con valor constante 1,
o bien que la varianza de algunas variables latentes vale 1.

T-Rule

Teorema 4.2. (T-Rule) Sea t el niimero de parametros en 0, p el niimero de variables de
y v q el niimero de variables de x. Una condicion necesaria para la identificacion de los
pardmetros consiste en:

t< (p+q)(;;+q+1)' (4.30)

Esta condicidn es necesaria pero no suficiente, ya que puede dar lugar a modelos
infraidentificados. Para aportar la suficiencia de la que precisa esta regla, haremos uso
de la comtnmente conocida como regla de los dos pasos:
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4.2. Identificacion del modelo

Regla de los dos pasos

En primer lugar, obviamos las relaciones entre variables latentes para estudiar la
correcta identificacion del modelo de medida. El modelo queda reformulado como un
analisis factorial confirmatorio y son aplicables las siguientes reglas:

Proposicion 4.3. (Regla de los tres indicadores) Si ademads del teorema (4.2) se cumple
que:

1. Hay al menos tres indicadores por cada variable latente y cada indicador es causado
unicamente por una unica variable latente. Es decir, cada fila de A, tiene un tinico
elemento distinto de cero.

2. No hay correlacion entre errores. Equivalentemente, @g es diagonal.
Entonces el modelo de medida estd correctamente identificado.

Proposicion 4.4. (Regla de los dos indicadores) Si ademads del teorema (4.2) se cumple
que:

1. Hay mds de una variable latente y a cada una le corresponden dos indicadores.

2. Cada indicador es causado tinicamente por una variable latente y cada variable latente
estd correlada con al menos otra variable latente. Es decir, cada fila de A, tiene un
unico elemento distinto de cero y ningiin elemento en @ es nulo.

3. No hay correlacion entre errores. Equivalentemente, @ es diagonal.
Entonces el modelo de medida estd correctamente identificado.

En segundo lugar, una vez hemos verificado la identificacién del modelo de medida,
pasamos a comprobar lo propio con el modelo estructural. Consideremos, por ejemplo,
un modelo de multiples ecuaciones en el que ninguna variable endogena afecte a otra
variable enddgena. Entonces, la matriz B serd nula.

Teorema 4.3. (Regla de B nula) Si el modelo de variables observadas no formula relacio-
nes direccionales entre variables enddgenas, entonces la matriz B es nula, siendo esta una
condicion suficiente para la identificacion del modelo.

Demostracién:

Para establecer la identificacién de un modelo donde B es cero, veremos que los
parametros desconocidos I', @ y W se pueden expresar en funcién de los parametros
de Y . Si sustituimos B=0 en la ecuacién (4.17) llegamos a que:

Ly Lyx|_(TPI'+W) IT'd
ny Zxx - (‘Drt D )

(4.31)

de donde se obtiene que ), = @, por lo que D esta definido. Ahora bien,

@It = Z & er = Z oIt = (Z)—1 : Z (4.32)
XX Xy

Xy xx Xy
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4. CoNSTRUCCION DEL MODELO SEM

Lo que confirma que I' se puede expresar en funcién de matrices de covarianzas, y
por ende, que esta identificada. Por Gltimo, realizando un proceso analogo para W:

W= Z— T oIt
vy
=) QT (4.33)
vy yx

XX XX XX Xy
=) Q)
vy yx xx xy

Llegamos asi a que, en efecto, cuando B = 0, los elementos @, W y I' pueden ser
escritos en funcién de matrices de covarianza identificadas.

Por ultimo destacaremos la existencia de una altima condicion suficiente, aunque
no necesaria, para identifcar un modelo estructural:

Teorema 4.4. (Regla recursiva) Si B es una matriz triangular inferior y W una matriz
diagonal entonces el modelo estd correctamente identificado.

Demostracioén:

Veamos que en efecto B, I', @ y W estan identificadas en modelos recursivos. Para
ello usaremos una notaciéon ligeramente distinta. La i-ésima ecuacién de un modelo
recursivo es:

vi = [B} | yilzi + C;, (4.34)
donde y; es la variable dependiente y C; es la perturbacién de la i-ésima ecuacion. El
vector Bf. es la i-ésima fila de B quitando todos los valores nulos y dejando solo los
parametros libres; yf hace lo propio conT'; y z; es el conjunto de variables en x ey que
tienen efectos directos sobre y;. Multiplicando a ambos lados de (4.34) por zf llegamos
a que:

opz = [BL 1Y) +of (4.35)

2iZj
donde O';izi es el vector de covarianzas de y; con las variables explicativas, }_, .. es la
matriz no singular de covarianzas de z;, y o‘t.z' es el vector de covarianzas de (; con
1“1

las variables explicativas de la i-ésima ecuacién. Bajo el supuesto de que C; esta inco-
rrelado con las variables explicativas de la i-ésima ecuacién, llegamos a que O‘t.z‘ =0.
1“1

Luego, podemos expresar (4.35) como sigue:
-1
(B! y!]=0, - Z . (4.36)

2izi

Como las covarianzas de las variables observadas estan identificadas, entonces [B;f | yf]
también lo esta. Ahora bien, para la identificacion de W;;, multiplicaremos a ambos la-
dos de (4.34) por yf y tomaremos esperanzas. Llegamos asi a que:

VAR(y;) = [B; | rf]Z[%] + W (4.37)

2iZi
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Despejando W;; y sustituyendo [B: | vi] por (4.36), se sigue que:

-1
W, = VAR(y) - o} ,, [Z] Ty (4.38)

2i2;

Como W;; se puede expresar en funcién de variables identificadas, ella también lo
estara. Llegamos asi a que B, T y W estan identificadas. De (4.31) se desprende ade-
mas que @ =)' .. En definitiva, todos los parametros de un modelo recursivo estaran
correctamente identificados.

[

En definitiva, si la primera etapa muestra que los parametros del modelo de medi-
da estan indentificados y la segunda etapa muestra lo propio en el modelo estructural,
podemos afirmar que el modelo esta identificado.

Existen ademas otras reglas similares a estas, como la condiciéon de orden y la con-
dicion de rango. Sin embargo, exceden los propdsitos de este sucinto documento. Si el
lector quiere saber mas acerca de ellas puede hacer uso de [7].

4.3 Estimacion del modelo

La etapa de estimacion deriva de la relacion entre la matriz de covarianzas de las
variables observadas y los parametros del modelo. En la practica, al no conocer ni dis-
poner de los valores poblacionales de las varianzas y covarianzas, debemos estimar
dichos valores mediante una muestra. Esto es, construiremos la matriz de covarianzas
muestral de las variables observadas, S, mediante una estimacion de ) . De este modo
Y (8) y S seran lo mas similares posible. Para que dicha relacién sea certera, minimi-
zaremos una funcién de la matriz de residuos (S — Y ). Representaremos dicha fun-
cién como F(S,Y (60)), ya que compara los valores de la matriz de varianza-covarianza
muestral con la matriz implicada desarrollada a partir de los parametros del modelo.
De este modo, diremos que toda funcién de ajuste satisface que:

E(s,Y (8))=(s-Y (8) -w-(s-) (e)). (4.39)

Donde W es la matriz de pesos para la matriz de residuos. Ahora bien, las princi-
pales propiedades que cumple toda funcion de ajuste son:

Propiedades 4.1. (Funcion de ajuste)
1. F(S,Y.(0)) es un escalar.
2. F(S,Y.(0))=0.
3. F(S$,Y(0))=0s Y (0)=S.

4. F(S,Y.(0)) es continuaen Sy 'y (0).
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En 1984, Browne demostraria que al minimizar una funcién que cumpla dichas
propiedades se obtienen estimadores consistentes. Ahora bien, los métodos de estima-
cion mas usados en SEM son maxima verosimilitud (ML), minimos cuadrados ordina-
rios (ULS) y minimos cuadrados generalizados (GLS) o minimos cuadrados ponderados
(WLS).

Estimacion por madxima verosimilitud
Propiedades 4.2. (Restricciones previas) Para poder aplicar la estimacion por maxima
verosimilitud ha de verificarse que:

1. Y.(0) y S son no singulares.

2. x ey siguen una distribucion normal multivariante.

Definicion 4.19. (Funcion de ajuste F);) La funcion de ajuste, satisfaciendo las propie-
dades (4.2), para la estimacion por mdxima verosimilitud es:

FML_log‘Z ‘+tr Z(Q)))_l—log|8|—(p+q). (4.40)

Sea N el tamano de una muestra independientemente distribuida para una varia-
ble aleatoria Z. La funcioén de densidad para cada Z; (i = 1,2...N) vendra dada por
f(Z;;0) donde O es fijo. Como Z; son independientes, entonces la densidad conjunta
es el producto de las densidades marginales:

f(Z1,2y,...,2,;0) = f(Z1;0) - f(Z5;0)-...- f(Z,;0). (4.41)

Ahora bien,
L(6;Z,,2,,...,2,)=L(0;2,)-L(6;Z,)-...-L(6;Z,), (4.42)

donde L(6;Z;) es el valor de f(Z;;0) cuando Z; es un valor muestral.

Sea 6 un estimador de 8. Como x e y son dos variables aleatorias distribuidas segtin
una distribucién normal multivariante, podemos expresarlas mediante un Gnico vector
(p+9g)x1dez, donde z es su desviacion. La funcién de densidad vendra dada por:

f(z; Z) = (27()@ . |Z:|_l/2 -exp [(_—21)zt . (Z)_l -z]. (4.43)

Para una muestra aleatoria de tamano N de observaciones independientes de z, la den-
sidad conjunta vendra dada por:

f(zl,zz,...,zN;Z) = f(zl;Z)-f(z2;Z) ----- f(zn;Z). (4.44)

La funcién de verosimilitud quedara por tanto como:

L(B)=(2 =g |Z '_N/Z exp[( )iz Z -zi , (4.45)

i=1
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donde hemos hecho uso de la hipdtesis fundamental Y, = " (6). Aplicando logaritmos
llegamos a que:

N
logL(6) = M log(2m) - (%)-log‘Z(@)' - % : sz : (Z(@))_1 2, (4.46)

Ademas:

_ 'izf'(z(e))_l'Zi:‘%'i”[zf'(z(e))_l"‘i]

i=1 i

-1
-itr [N‘l -zf-(Z{(@))_1 -zi] (4.47)

N =

con S* siendo el estimador maximo verosimil de la matriz de covarianzas.
Obsérve que si K es una constante, entonces podemos reescribir logL(6) como sigue:

N N
logL(0) =K — (=)-1 0)|—(—=)-tr[S* 0))!
0gL(6) =K —(7)-logl ) (6)I~(5)-r[S*()_(6)"] i

_ K—(%){long(GN—fr[S*(Z(e))_l]}-

Si comparamos (4.48) con (4.40) podemos encontrar algunas diferencias. Sin embargo,
ambas expresiones llevan al mismo estimador 6, ya que en el caso que nos compete,
los términos constantes K = —/0g|S| - (p + q) no influyen en su obtencion. La presencia
de (—N/2) en (4.48) hara que minimicemos en lugar de maximizar dicha funcién. Por
ultimo, debemos tener en cuenta que S* = [(N—1)/N]-S, por lo que estas matrices seran
idénticas en muestras grandes.

Proposicion 4.5. Todo estimador mdximo verosimil, satisfaciendo las propiedades (4.2), es
consistente, eficiente e insesgado.

La consistencia nos asegura que al aumentar el tamano de la muestra, el estimador
converge al verdadero valor del parametro. Por otro lado, la eficiencia indica que el
estimador 6 tiene varianza minima. Por Gltimo, al ser insesgado se tiene que E(6) = 0.

Generalmente, obtener estos estimadores analiticamente puede resultar muy cos-
toso. Es por ello que recurriremos a métodos numeéricos para estimarlos computacio-
nalmente. Algunos de estos métodos pueden ser Newton-Raphson o Gauss-Newton.

Para finalizar, destacar que F); permite, mediante un contraste de hipdtesis, com-
probar el ajuste global del modelo:

Proposicion 4.6. Sea N el tamaiio de la muestra y Fyyp el valor de la funcion minimizada
por madxima verosimilitud. Entonces, dado el contraste de hipotesis:

Ho:) =) (0) (4.49)
Hy: Z z Z(G)

29



4. CoNSTRUCCION DEL MODELO SEM

Se cumple que, bajo la hipotesis nula Hy, la distribucion asintdtica del estadistico (N —1)Fyp
sigue una distribucion x? con %(p +q)(p+q+1)—tgrados de libertad.

Estimacion por minimos cuadrados ponderados (diagonalizados)

Definicion 4.20. (Funcion de ajuste Fyy ) La funcion de ajuste para la estimacion por
minimos cuadrados ponderados es:

Fyis =[s—c(0)W'[s—0(0)], (4.50)

donde s es un vector de %(p+q)(p +q—1) elementos no redundantes de S, 0(0) es el vector de
elementos de Y (0) y O es el vector de pardmetros libres. W1 es un a matriz de %(p +q)(p+
qg- 1)x%(p +q)(p+q—1) de ponderaciones definida positiva.

La estimacion por minimos cuadrados ponderados, también conocida como distri-
bucién asintéticamente libre, ofrece la posibilidad de trabajar con variables ordinales,
dicotémicas o datos que, simplemente, no satisfacen la condicién de multinormalidad.

La eleccion de O se hara con la intenciéon de minimizar la suma ponderada del
cuadrado de los residuos. Este procedimiento es andlogo al de la estimacién por mi-
nimos cuadrados ponderados en regresion, con la salvedad de que aqui, los residuos
provienen de las diferencias entre las varianzas y covarianzas predichas y observadas,
mientras que en regresion, este proceso se lleva a cabo mediante la eleccion de los
coeficientes. Destacar ademas que, al igual que ocurria en Fyy, la funcién Fy g da
lugar a estimadores consistentes. De hecho, Browne (1982,1984) probaria que si W es
la matriz de covarianzas asintéOtica de S, entonces dicho estimador es asintdéticamente
eficiente. Mencionar que segun Bollen (1989), la opcién 6ptima de W es la matriz de
covarianzas de las covarianzas muestrales.

Este método tiene como desventaja que precisa de muestras grandes”, ya que de
otro modo, el estadistico X2 podria ser sobreestimado. Ademas, cuando el namero de
variables observadas es mayor o igual a 20, la matriz de pesos aumenta considerable-
mente, dificultando su estimacion. Este error seria tenido en cuenta y corregido por
Muthén (1993) al considerar nicamente la diagonal de la matriz de pesos.

Definicion 4.21. (Funcion de ajuste Fyy ) La funcion de ajuste para la estimacion por
minimos cuadrados ponderados diagonalizados es:

Fpwis = [s—0(6)]'diag(W™")[s - ()] (4.51)

Estimacion por minimos cuadrados no ponderados

Definicion 4.22. (Funcion de ajuste Fj1s) La funcion de ajuste para la estimacion de mi-
nimos cuadrados no ponderados es:

Fyrs = %tr[s - (Z(e))z]. (4.52)

“Muestras del orden de 5000 registros.
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La funciéon Fyg minimiza la suma de cuadrados de los elementos de la matriz
de residuos (S — Y (0)) analogamente a la regresiéon de minimos cuadrados ordinarios
(OLS). La principal diferencia reside en que F;; ¢ calcula las diferencias entre varian-
zas 'y covarianzas muestrales predichas por el modelo, en lugar de las diferencias entre
los valores muestrales de las variables observadas y los predichos por el modelo.

El hecho de minimizar la funcién Fy;; 5 conlleva la estimacion consistente de 6 sin
que esta precise de una distribucion multinormal para las variables observadas. Sin
embargo, el principal handicap de este método de estimacion reside en que los estima-
dores obtenidos no son eficientes.

Estimacion por minimos cuadrados generalizados

Definicion 4.23. (Funcion de ajuste Fgs) La funcion de ajuste para la estimacion por
minimos cuadrados generalizados es:

Foys = %tr({[s -y (0] w-l}z), (4.53)

donde W1 = (S®8S)7! es la matriz de pesos para la matriz de residuos.

Propiedades 4.3

1. W1 converge en probabilidad a una matriz definida positiva cuando N — o0, 0
es una matriz definida positiva de constantes.

2. Si W= =1, entonces Fy1s = Fgrs.

La funcion Fgrg minimiza las desviaciones cuadraticas entre los elementos obser-
vados de S y los correspondientes elementos predictores de Y (6). Obsérvese ademas
que los estimadores @ de 8 son estimadores consistentes bajo la condicién de multinor-
malidad. Por contra, no todas las elecciones de W~! guiaran a estimadores eficientes.

4.4 Evaluacion e interpretacion del modelo

Una vez hemos conseguido identificar y estimar los parametros del modelo, de-
bemos efectuar un diagnostico acerca de la bondad de ajuste del mismo. La etapa de
evaluacion e interpretacion es quizas la mas importante de todas. El objetivo de esta
etapa es determinar si el modelo es correcto o no. Entendemos por modelo correcto
aquel que identifica correctamente las relaciones entre variables sin omitir parametro
alguno. Un modelo correcto debe ser capaz de reproducir fidedignamente la realidad.

Evaluar el ajuste de nuestro modelo consiste, al fin y al cabo, en comprobar las
diferencias existentes entre la matriz de covarianzas Y (6) predicha y la matriz de
covarianzas muestral S. Para llevar a cabo este proceso utilizaremos estadisticos globa-
les. En concreto, debido a las desavenencias entre autores para indicar cudles son los
mas efectivos, nos vemos obligados a exponer solo algunos3 : X2, CFI, TLI, RMSEA y
SRMR.

3Para mas informacién consultar Bollen (1989) o Bentler (2004), entre otros.
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4. CoNSTRUCCION DEL MODELO SEM

Bondad de ajuste del modelo

Estadistico x*?

Este indice pertenece a las medidas de ajuste global. Afirmaremos, bajo las hipotesis
propuestas en la proposicion (4.6), que valores significativos (generalmente asociados
a errores de significacion bajos) del estadistico X2 implican que las matrices S y Y (6)
difieren. Rechazaremos pues, bajo estas condiciones, la hipotesis nula y, por ende, el
modelo. Buscaremos por tanto, valores de X' bajos (asociados a altos niveles de sig-
nificacién) que nos impidan rechazar la hipdtesis nula Hy : Y, = Y (0). En particular,
aceptaremos Hj cuando 0.05< p —valor <1 (muy buen ajuste) o, en su defecto, cuando
0.01< p —valor <0.05 (buen ajuste).

Una de las principales ventajas del indice de bondad de ajuste X2 es que permite
que las conclusiones obtenidas respecto de la muestra, sean generalizadas a la pobla-
cion. Sin embargo, su principal inconveniente es que depende en gran medida del
tamano de la muestra. Es decir, a partir de muestras de mas de 200 sujetos, muchos
modelos presentaran valores de p <0.001 y tendran que ser rechazados. Esto hace que
el uso del p—valor sea desaconsejable. Un mejor indicador es el ratio X2/d f, donde d f
hace referencia a los grados de libertad del modelo.

Destacar que el estadistico X2 también se ve afectado cuando se viola la condicién
de normalidad multivariante. Ademas, a mayor complejidad del modelo, mayor pro-
babilidad de que el test lo acabe aceptando. En el siguiente cuadro podemos observar
las reglas que seguiremos para comprobar la bondad de ajuste del estadistico X%/d f:

Valor de X?%/df Ajuste
X%df <1 Modelo sobreidentificado
1<X?/df <2 Muy buen ajuste
2<X%df <3 Buen ajuste
3<X?/df <5 Ajuste raramente aceptable
5<X%/df Ajuste insuficiente

Cuadro 4.3: Ajuste del ratio X2/df .

Comparative Fit Index (CFI)

El CFI (indice de ajuste comparativo) es un indice perteneciente a las medidas in-
crementales de ajuste basadas en la comparacion de modelos. Estos indices buscan
comparar la mejoria de bondad de ajuste entre un modelo y su modelo base *. Defini-
remos el CFI como:

(X —dfy) = (X7 - af)

CFI = 5
Xy —dfy

(4.54)

4Un modelo base es aquel en el que no existe asociacion entre variables.
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df hace referencia a los grados de libertad y los subindices b y t se refieren al
modelo base y al modelo tedrico respectivamente. E1 CFI, que toma valores entre 0
y 1, se regira por las siguientes reglas:

Valor de A2 Ajuste
0.95<CFI<1 Muy buen ajuste
0.9<CFI<0.95 Buen ajuste
0<CFI<0.9 Ajuste insuficiente

Cuadro 4.4: Ajuste del Comparative Fit Index (CFI).

Root Mean Square Error Of Aproximation (RMSEA)

El indice RMSEA (raiz cuadratica media del error de aproximacion), al igual que
el estadistico X2, es un indice de ajuste global. Este indice estudia la discrepancia
entre la matriz de covarianzas reproducida por el modelo y la matriz de covarianzas
observadas en términos poblacionales. Definiremos el RMSEA como:

_ / P —df,
RMSEA = NoTdF (4.55)

Podemos interpretrar este indice como el error de aproximaciéon medio por grado
de libertad. Valores entorno al 0.05 se consideran aceptables (Browne y Cudeck, 1993).
Destacar ademas que Hu y Bentler (1999) probarian que, entre otros, el indice RMSEA
es propenso a rechazar modelos correctos cuando el tamano de la muestra es pequeno.
En la siguiente tabla podemos observar el tipo de ajuste del modelo dependiendo del
valor de este indice:

Valor de A2 Ajuste
0 <RMSEA<0.05 Muy buen ajuste
0.05<RMSEA<0.08 Buen ajuste
0.08 <RMSEA Ajuste insuficiente

Cuadro 4.5: Ajuste del Root Mean Square Error Of Aproximation (RMSEA).

Tucker-Lewis Index (TLI)

El indice TLI, también conocido como Non-Normed Fit Index (NNFI), consiste en
una medida de ajuste incremental usada para comparar un modelo tedrico con un
modelo base. Definiremos el TLI como:

~ XP2/df, - X2df,

TLI :
X2/df, -1

(4.56)

La bondad de ajuste del modelo en base a los distintos valores que pueda tomar
este indice se deduce de la siguiente tabla:
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4. CoNSTRUCCION DEL MODELO SEM

Valor de A2 Ajuste
0.95<TLI<1 Muy buen ajuste
0.9<TLI<0.95 Buen ajuste
0<TLI<0.9 Ajuste insuficiente

Cuadro 4.6: Ajuste del Tucker-Lewis index (TLI).

Standarized Root Mean Square Residual Index (SRMR)

Elindice SRMR, al igual que el RMSEA o el estadistico X2, es una medida de ajuste
global. Esta, se puede interpretar como la diferencia estandarizada entre la matriz de
varianzas-covarianzas observada y la matriz varianzas-covarianzas predicha. E1 SRMR
puede calcularse como:

2
S d;
SRMR = 222 ”n+’1] (4.57)

i=1 j=1

donde s;; y 6;; son componentes de S 'y Y (0) respectivamente. N6tese ademas que 7 es
el nimero de variables observadas de nuestro modelo.

En la siguiente tabla podemos observar el ajuste de nuestro modelo en base a los
valores del SRMR:

Valor de A2 Ajuste
0 <SRMR<0.05 Muy buen ajuste
0.05<SRMR<0.08 Buen ajuste
0.08 <SRMR Ajuste insuficiente

Cuadro 4.7: Ajuste del Standarized Root Mean Square Residual Index (SRMR).
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Corrupcion y confianza en las instituciones

5.1 Modelos de ecuaciones estructurales con R

Antes de comenzar con el caso practico, haremos una breve descripcion del softwa-
re empleado. R es un entorno y lenguaje de programacion distribuido segun licencia
GNU; es decir, es un software libre y gratuito. Fue disenado por Robert Gentleman y
Ross Thaka en 1993 a modo de reimplementacion del lenguaje S, aunque actualmente
es el resultado de la colaboracién de toda una comunidad de usuarios'. Se caracteriza
por su uso en estadistica computacional, siendo sus principales aplicaciones el apren-
dizaje automatico o la mineria de datos, entre otras.

Destacar que R es un lenguaje de programacion multiplataforma orientado a ob-
jetos. Esto es, esta disponible en multiples sistemas operativos y las variables, datos,
funciones, etc... que lo componen, se guardan en memoria en forma de objetos para su
posterior manipulacién. Otra de sus ventajas reside en su flexibilidad para integrarse
con distintas bases de datos. Para finalizar, mencionar que posee una gran capacidad
para la documentacion y la graficacion debido a la posibilidad de poder cargar dife-
rentes bibliotecas o paquetes con dichas funcionalidades.

Para este caso practico haremos uso del entorno de desarrollo integrado RStudio.
Los paquetes que vamos a mencionar a lo largo de este proyecto pueden encontrarse en
el repositorio Comprehensive R Archive Network (CRAN) con direccién http://CRAN.
R-project.org/.

Paquetes empleados

» lavaan: el paquete lavaan, acronimo de latent variable analysis, proporciona he-
rramientas que pueden ser usadas para explorar, estimar y entender una amplia
familia de modelos de variables latentes, incluyendo el analisis factorial, mode-
los de ecuaciones estructurales, modelos longitudinales o multinivel, entre otros.
La especificacion de los modelos se realizara de acuerdo a una sencilla sintaxis
comun. Dicha sintaxis propuesta por Rossel en 2012, puede verse reflejada en la
siguiente tabla:

Tipo de férmula Operador

Variable latente =~
Regresion ~
(Co)varianza (Residual) ~~
Intercepto ~1

Cuadro 5.1: Nomenclatura para la especificacion de un modelo en lavaan

Diferenciaremos entre las funciones cfa y sem dependiendo de si queremos reali-
zar un analisis factorial confirmatorio o un modelo de ecuaciones estructurales.

'Dichos usuarios pueden publicar paquetes con la intencién de extender su configuracion basica.
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5. CORRUPCION Y CONFIANZA EN LAS INSTITUCIONES

Destacar que estas funciones, a diferencia de la funcién lavaan, fijan automatica-
mente el valor de algunos pardmetros del modelo? con la intencién de facilitar su
correcta identificacion. En el caso de emplear la funcion lavaan, hay que ser espe-
cialmente cuidadosos a la hora de especificar el modelo. Por ultimo, mencionar
que las funciones summary() y parametersEstimates() aportan toda la informacion
referente a la bondad de ajuste de nuestro modelo, asi como la estimacion de sus
parametros.

» semPlot: paquete usado para la representacion grafica de los diagramas de ca-
minos. Usaremos la funcién semPaths cuyo principal argumento consiste en el
objeto asociado al modelo previamente calculado con el paquete lavaan.

» psych: paquete centrado en la investigacion psicoldgica mediante el analisis de
datos multivariantes. Resultara de gran practicidad al permitirnos realizar la es-
timacion del estadistico Alfa de Cronbach (alpha), obtener los principales esta-
disticos descriptivos (describe), representar la matriz de correlaciones (cor.plot),
realizar analisis factoriales (fa), estimar el grafico de sedimentacion (scree) o cal-
cular la prueba de adecuaciéon muestral KMO (KMO).

» MVN: paquete empleado para la estimacion de los test de kurtosis y asimetria de
Mardia. Utilizaremos la funcién mvn.

» Otras librerias: ggplot2, car, scales, gridExtra o parameters.

5.2 Planteamiento del problema

Las instituciones son las reglas de juego que rigen una sociedad; imponen las limita-
ciones ideadas por las personas que dan forma a la interaccién humana, garantizando
el orden y contribuyendo a la construccion de conocimiento (North, 1993). Ademas,
reducen la incertidumbre y proporcionan una estructura a la vida diaria. Por lo tanto,
la calidad de las mismas es clave para el desarrollo de los paises y su bienestar.

La corrupcion por su parte, vista como un abuso de poder para el beneficio pro-
pio, ha sido y es uno de los mayores problemas a los que se ha enfrentado la sociedad
espanola en las Gltimas décadas. En concreto, el Transparency International publicaria
en 2009 el Indice de percepcion de la corrupcion (IPC), mediante el cual se estudiaria la
transparencia del sector publico en un total de 180 paises. Espana aparece en este ran-
king en el puesto 34 con una puntuacion de 6.1, bajando por quinto ano consecutivo
(en 2006 figuraba en el puesto 23 con una puntuacion de 6.8), evidenciandose asi un
claro auge en la percepcion ciudadana de la corrupcion.

Si los ciudadanos dudan de las instituciones, o consideran que estan plagadas de
corrupcidn, es poco probable que confien en éstas o en quienes las encabezan, asi co-
mo en sus representantes y sus politicos (Morris y Klesner, 2010). En nuestro caso, el
deterioro institucional espanol, claramente afectado por tramas de corruptela, no se
produce durante la crisis econémica de 2009, sino en los anos del boom econémico e

2Generalmente, se fijan los coeficientes de regresién asociados a la primera variable observada espe-
cififacada en la construccion de las variables latentes.
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5.2. Planteamiento del problema

inmobiliario. Esto deja un marco teérico propicio para estudiar con perspectiva como
la confianza en las instituciones de la sociedad de 2009 se ve claramente afectada por
los numerosos escandalos protagonizados por politicos y empresarios de los anos pre-
cedentes.

Por otro lado, la democracia se define como un sistema politico que defiende la
soberania del pueblo y el derecho del mismo a elegir y controlar a sus gobernantes.
Se puede intuir, por tanto, que el correcto funcionamiento de esta puede tener efectos
directos sobre nuestra percepcién de la corrupcion. De hecho, algunos investigadores
que han estudiado esta relacion (Warren, 2005; Bohara, Mitchel y Mittendorff, 2004)
consideran que la relacion entre la corrupcion y la democracia es de causalidad: a ma-
yor democracia se reducen las percepciones de corrupcion.

A su vez, se puede pensar que la estratificacion social puede influir en la percep-
cién que, como ciudadanos, tenemos acerca de la corrupcion o del funcionamiento
de la democracia. De hecho, Huntigton (1972) y Wolfe (1980), establecen que la co-
rrupcion tiende a manifestarse especialmente cuando una clase o grupo ha obtenido el
poder econémico sin su correspondiente poder politico. Esto es, generalmente, deberia
apreciarse una mayor percepcion de la corrupcion en aquellas clases sociales mas altas.
De igual modo, directa o indirectamente, deberiamos apreciar una clara relacion entre
la clase social y la confianza que depositamos en las instituciones.

Se presenta por tanto este caso practico con la intencidn de validar las relaciones
expuestas con anterioridad mediante un modelo de ecuaciones estructurales. Las hi-
potesis que planteamos por tanto en este proyecto son:

Hipotesis

H; | La percepcioén que tenemos acerca del funcionamiento de la democra-
cia influye en nuestra percepcion de la corrupcion.

H, | La percepcion que tenemos acerca del funcionamiento de la democra-
cia influye en nuestra confianza en las instituciones.

Hj | La percepcion que tenemos de la corrupcién influye en nuestra con-
fianza en las instituciones.

H, | Nuestro estatus socioecondémico influye en la percepcion que tenemos
acerca de la corrupcion.

Hs | Nuestro estatus socioeconémico influye en nuestra confianza en las ins-
tituciones.

Hg | Nuestro estatus socioeconémico influye en la percepcion que tenemos
acerca del funcionamiento de la democracia.

Cuadro 5.2: Hipotesis a contrastar en el caso practico

Para llevar a cabo este estudio se ha tomado una muestra de 335 registros obtenida
del Centro de Investigaciones Sociolégicas (CIS). Dicha encuesta acerca de Etica Piiblica
y Corrupcion, con naumero de estudio 2826, fue encargada y realizada por la Fundacién
e Instituto Universitario Ortega y Gasset el 16 de diciembre de 2009. Para agilizar el
proceso, ha sido previamente tratada con Excel eliminando los datos no concluyentes
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5. CORRUPCION Y CONFIANZA EN LAS INSTITUCIONES

(No sabe/No contesta). Las variable objeto de nuestro estudio asi como la forma en las
que han sido medidas, pueden verse reflejadas en la siguiente tabla:

Variable Variable Variable observada Nombre
latente (1) latente (2)
P43aa - Estatus socioeconémico (1-5) de la | socioeconom
persona entrevistada.
P5 - Escala de satisfaccion (0-10) con el fun- | democracia
cionamiento de la democracia en Espana.
P1201 - Los partidos politicos. ppoliticos
P1202 - El Gobierno central. gobcentral
P12 - Escala de P1203 - El Poder judicial. poderjud
confianza (0-10) en . L
las instituci P1204 - Los gobiernos autonémicos. gobautonom
as instituciones
(confinstitu). P1205 - Los medios de comunicacion. medcomun
P1206 - Los ayuntamientos y gobiernos loca- | goblocal
les.
P2201 - Las fuerzas de seguridad. fuerzasseg
P22 - Grado de P2202 - La administracion de justicia. adminjust
extension de la P2204 - Las autoridades que otorgan contra- | subvenciones
corrupcién (1-6) en | Tios publicos/subvenciones.
distintos ambitos P2205 - Los inspectores/as de sanidad, urba- | inspectores
dela nismo, etc.
Afim.inistraci()n P2206 - Las autoridades que conceden permi- | licencias
publica » sos y licencias de obras.
(corrupcionpub). P2207 - Los/as trabajadores/as de las admi- | adminpub
nistraciones publicas.
Corrupcion P2301 - Empresarios/as empresarios
(corrupcion) | P23 - Gradode o P
extension de la P2302 - Sindicatos. sindicatos
corrupcion (1-6) en | P2303 - La banca. banca
distintos sectores P2304 - ONGs. ongs
(corrupcionos). P2305 - Medios de comunicacién. medios
P24 - Grado de P2401 - La politica local. corlocal
extension de11a6 P2402 - La politica autonémica. corautonom
corrupeion (1-6) en P2403 - La politica nacional. cornacional
distintos niveles
politicos P2404 - La politica europea. coreuropea
(corrupcionpo).

Cuadro 5.3: Variables e identificadores para el caso practico

5.3 Resultados

Comprobacion de las hipdtesis previas

De acuerdo con lo establecido en la seccion 3, debemos comprobar que el tamano
de la muestra es lo suficientemente grande como para poder efectuar un modelo de
ecuaciones estructurales. En nuestro caso, haciendo uso de la propuesta de Jayaram et
al (2004), al tener 23 variables observadas deberiamos tener una muestra de al menos
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230 registros. Al haber seleccionado 325, podemos concluir que se satisface dicho ta-
mano.

Veamos en segundo lugar si se satisface la condicion de normalidad multivariante
en nuestros datos. Notese que las variables de partida son de tipo discreto, por lo que
se presupone que una distribucion de tipo continuo, como es la normal, no se satis-
facera. Los test de asimetria y curtosis de Mardia (Cuadro 5.4) obtenidos mediante la
funcion mvn del paquete MVN muestran que, como era de esperar, no se satisface di-
cha condicion. Es mas, los tests de Shapiro-Wilk presentes en el anexo A.1 indican que
ademas, tampoco existe normalidad univariada.

Prueba Estadistico P-valor Resultado
Test de Asimetria 3983.22 9.55e-94 No
Test de Curtosis 22.88 0 No

Cuadro 5.4: Tests de Mardia para estudiar la normalidad multivariante

Para este caso practico y ante la dificultad de obtener una muestra normal multiva-
riada, se ha optado por emplear una estimacién por minimos cuadrados ponderados
diagonalizados (DWLS). Sin embargo, si el lector quisiera realizar dicha estimacion
mediante maxima verosimilitud, podria hacer uso de las cotas establecidas por Curran,
West y Finch en 1996. Obsérvese en el cuadro 5.5 que dichas condiciones se satisfacen
en los datos objeto de nuestro estudio. Ademas, este fendémeno puede verse reflejado
en los graficos Q-Q e histogramas presentes en el anexo A.1.

n Mean Std.Dev  Median Min Max 25th 75th Skew Kurtosis
democracia 325 5.184615 2.547647 5 0 10 3 7 -0.272930742 -0.5944535
ppoliticos 325 3.707692 2.232774 4 0 9 2 5 -0.128386978 -0.6802062
gobcentral 325 3.735385 2.475337 4 0 10 2 5 -0.105491496 -0.9525863
poderjud 325 4.095385 2.659738 5 0 10 2 6 -0.116950637 -1.0694860
gobautonom 325 4.132308 2.405825 5 0 10 3 6 -0.210824606 -0.6497646
medcomun 325 4.313846 2.324047 5 0 9 3 6 -0.316630409 -0.6190541
goblocal 325 4.086154 2.471809 5 0 10 2 6 -0.146254364 -0.7553123
fuerzasseg 325 2.852308 1.267971 3 1 6 2 4 -0.012300326 -1.2872379
adminjust 325 2.729231 1.199501 2 1 6 2 4 0.123243251 -1.1836282
subvenciones 325 1.966154 1.025339 2 1 5 1 2 0.957933626 0.0736367
inspectores 325 2.501538 1.218744 2 1 6 2 4 0.434966589 -0.9432603
licencias 325 1.950769 1.050003 2 1 5 1 2 1.070606791 0.3113306
adminpub 325 2.956923 1.311625 3 1 6 2 4 0.062805841 -1.0956849
empresarios 325 2.440000 1.083091 2 1 5 2 3 0.357467227 -1.0021482
sindicatos 325 2.689231 1.221733 2 1 6 2 4 0.191725727 -1.1425005
banca 325 2.372308 1.194058 2 1 6 1 3 0.578827573 -0.7119996
ongs 325 3.378462 1.235345 4 1 6 2 4 -0.156695952 -0.9194734
medios 325 2.766154 1.199573 2 1 6 2 4 0.273141916 -0.9235205
corlocal 325 2.372308 1.141191 2 1 5 2 3 0.494689456 -0.8556445
corautonom 325 2.390769 1.134983 2 1 6 2 3 0.522585507 -0.6175539
cornacional 325 2.230769 1.050709 2 1 5 1 3 0.581905543 -0.6135537
coreuropea 325 2.723077 1.208352 3 1 5 2 4 0.101009335 -1.1893290
socioeconom 325 2.846154 1.381433 3 1 5 2 4 -0.004019421 -1.3711541

Cuadro 5.5: Tests de Mardia para estudiar la normalidad multivariante
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Analicemos ahora si los datos empleados son lo suficientemente consistentes. Para
ello, usaremos el estadistico Alfa de Cronbach propuesto en la seccion 3. En el caso que
nos compete, el Alfa de Cronbach global de nuestra muestra posee un valor de 0.89,
resultado considerable para afrontar con garantias la construccioén del modelo.

Analisis exploratorio

En cuanto a la distribuciéon de nuestros datos, remarcar que la encuesta ha sido es-
tratificada por cuotas de sexo y edad, habiendo participado un total de 195 hombres
(60%) y 130 mujeres (40%). Obsérvese que nos encontramos ante una muestra donde
las personas de mediana edad predominan, oscilando la media de edad entre los 43 y
44 anos. Destacar ademas que ningn menor de edad ha participado en el estudio y
que la persona mas longeva tiene 89 anos.

Otro factor a tener en cuenta es que el nivel educativo asociado a nuestra muestra
tiende a estabilizarse entorno a los niveles medios, siendo el valor predominante el
de personas con certificacion primaria (34.5%). AlGn asi, puede observarse una clara
presencia de personas con titulos universitarios y/o superiores (10.2% + 17.5%). Por
otro lado, notese la clara predominancia de personas con trabajo activo (56.6 %) fren-
te a aquellas en situacion de desempleo (16.6%). Estos datos reproducen fielmente la
realidad, ya que, en 2009 la tasa de desempleo alcanzaba un 18.83% con un total de
4.326.500 personas desempleadas.

Se presenta la siguiente grafica como un resumen de las medias de las principales
variables observadas escogidas para la realizaciéon de un posterior analisis factorial.
Han sido divididas segun la variable latente que miden.

Distribucion por medias de la variable confinstitu Distribucién por medias de la variable corrupcionpub
10.0 64
751
41
B = |
= =T
3 50 8 | (296 [y {285
£ 213) (431 Jy 709) E | (2.50)
L i i 2] L
& 2]
2.5+ |
0.0 04
gobautonom gobcentral  goblocal medcomun  poderjud  ppoliticos adminjust  adminpub fuerzasseg inspectores licencias subvenciones
confinstitu corrupcionpub
Distribucién por medias de la variable corrupcionos Distribucién por medias de la variable corrupcionpo
6 Ch |
44 44
o o |
-2-?7 -2.69 -2.?2
| . . : ﬁ
24 24 -
04 04
banca empresarios medios ongs sindicatos corautonom coreuropea corlocal cornacional
corrupcionos corrupcionpo

Figura 5.1: Distribucién por medias de las variables de nuestro estudio
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Si nos centramos en las variables observadas asociadas a la variable latente con-
finstitu, podemos observar un claro suspenso de las instituciones (4/11). Notese que
ninguna variable supera un 4.31, siendo el 5.5 el valor minimo para considerar que
existe una confianza real en las mismas. Dentro de ellas, distinguiremos una menor
confianza en los partidos politicos (ppoliticos) y el gobierno central (gobcentral).

En lineas generales, las variables observadas asociadas a la variable latente corrup-
cion, muestran claros indicios (2.55/6)° de una situacién preocupante. Diferenciare-
mos tres tipos dependiendo del sector el que nos situemos. Comenzaremos viendo que
la percepcion de la corrupcion publica aflora sobre todo en las autoridades que otorgan
contratos publicos/subvenciones (1.97/6) y en las autoridades que conceden permisos
y licencias de obras (1.95/6). No obstante ninguna de las otras instituciones se salva.
En cuanto a la percepcion de la corrupcion en otros sectores, destacar que salvo en
el caso de las ONGs (3.37/6), el resto de variables observadas muestran indicios de
corrupcién. Por ultimo mencionar que, aunque la presencia de corrupcién a nivel po-
litico sea la mayor de las tres, resulta curioso que la percepcion de la misma (2.43/6)
difiera en tan poca medida del resto, siendo posiblemente la mas cuestionada en 2009.

Se muestra ahora la distribucion de la muestra en funcién de la percepcion del
funcionamiento de la democracia y el estatus socioeonémico unipersonal:

Distribucién de la muestra en funcién del estatus socieconémico del entrevistado/a
30%9 29.5%

b

3

§ ) -
0% 4

Clase alta/media-alta  MNuevas clases medias  Viejas clases medias Obreros cualificados  Obreros no cualificados
Estatus socioeconomico

Distribucion de la muestra en funcion de la percepcion del funcionamiento de la democracia

20.0%
19.08%

15.0%

10.0% 4

0.0%4
0 1 2 3 4 5 6 7 8 9 10

Percepcion del funcionamiento de la democracia

% Muestra

Figura 5.2: Distribuciéon muestral en funcion de la percepcion del funcionamiento de
la democracia y el estatus socioecnomoémico

3En este caso, el valor 1 hace referencia a una gran extension de la corrupcién y el valor 6 a la no
existencia de la misma.
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Notese que la muestra sugiere una poblacion perteneciente a clases sociales medias-
altas, siendo las viejas clases medias (29,5%) la mas frecuente. En cuanto a la percep-
cion del funcionamiento de la democracia, destacar que existen opiniones muy dis-
pares. Sin embargo, puede apreciarse una ligera estabilizacion de los datos entorno al
aprobado (5.18/11).

Analisis de correlaciones

Realizaremos ahora un analisis de correlaciones que nos ayude a identificar si la
distribucion por constructos expuesta con anterioridad tiene fundamento matematico
o no. Para llevarlo a cabo usaremos el coeficiente de correlaciéon de Spearman, elegido
por encontrarnos ante variables de tipo discreto. La matriz que recoge dicha infor-
macién (A.3) muestra una presencia considerable* de correlacion entre las variables
observadas que definen los constructos confinstitu y corrupcion, siendo esto un buen
indicio para llevar a cabo el andlisis factorial. De igual modo, nétese que la variable
socioeconom muestra una baja relacion con el resto de variables. Aan asi, la ausencia
de correlacion no prueba la ausencia de causalidad (Bollen, 1989). Por otro lado, si es-
tudiamos el determinante de la matriz de correlaciones (3,77 - 107>), podemos ver que
existe una fuerte dependencia lineal entre las variables observadas. Descartandose la
posibilidad de que estas sean combinacion lineal.

Ahora bien, diremos que existe multicolinealidad cuando las variables observadas
estén altamente correlacionadas, lo cual conlleva que las estimaciones de los parame-
tros en los modelos lineales sean muy inestables. Obsérvese que no existen indicios de
multicolinealidad en nuestra muestra, ya que a simple vista no se observan coeficien-
tes de correlacién superiores a 0.7. Para cerciorarnos de que dicha hipoétesis es cierta,
haremos uso del Factor de Inflaciéon de la Varianza (VIF). Este estadistico mostraria
presencia de multicolinealidad si alguna de las variables presentara un valor superior
a 10. Por lo tanto, a la vista de que todas las variables de nuestro estudio oscilan entre
1.102 y 3.151, podemos concluir que no existe multicolinealidad entre las mismas.

it democracia ppoliticos gobcentral poder jud gobautonom medcomun

ith 1.435068 2.223504 2.108872 2.040416 2.197113 1.584642
it #f goblocal fuerzasseqg adminjust subvenciones inspeclores licencias
it #f 2.186818 2.235818 2.421627 2.005613 2.151673 1.919842
it adminpub empresarios sindicatos banca ongs medios
iHi 1.744466 1.541339 1.97465¢ 1.774146 . 780670 1.951868
iHi corlocal corautonom cornacional coreuropea socioeconom

iHi 2.338454 3.151028 2.520453 2.288313 1.102560

Analisis factorial confirmatorio

Para poder llevar a cabo un modelo de ecuaciones estructurales debemos asegu-
rarnos que los modelos de medida que lo conforman estan bien construidos. Segun lo
expuesto en la seccion 4, especificaremos dichos constructos mediante el uso del anali-
sis factorial. Se presentara por tanto en esta seccién un analisis factorial confirmatorio

“Hablaremos de una presencia considerable cuando el indice de correlacién sea superior a 0.3
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para las escalas corrupcion y confinstitu, validando asi las estructuras propuestas. Des-
tacar ademas que estas estructuras fueron disenadas de acuerdo al criterio del autor y
no existe una teoria subyacente tras ellas, solo meras suposiciones basadas en la dispo-
sicion de las preguntas de la encuesta.

Analisis factorial confirmatorio de la variable corrupcion

La variable corrupcion ha sido medida mediante el uso de 16 items que dependen de
nuestra percepcion de la corrupcidn politica, administrativa y en otros sectores. Des-
tacar que, en primera instancia, nos enfrentamos ante un analisis factorial de segundo
orden, compuesto por un factor principal (corrupcion) que depende a su vez de otros
tres factores (corrupcionpub, corrupcionpo y corrupcionos).

Para probar la estructura factorial asignada a los items relacionados con la corrup-
cion, debemos garantizar que nos encontramos en disposiciéon de aplicar un analisis
factorial confirmatorio. Obsérvese que tanto el resultado de la prueba de adecuacion
muestral KMO (0.88), como los del MSA (0.84-0.92) y la prueba de Fligner-Killen (p-
valor = 8.9 -107* <0.05) arrojan resultados significativos como para llevar a cabo dicho
analisis.

## Kaiser-Meyer-Olkin factor adequacy
## Call: KMO(r = datos|, ¢(8:23)])

## Overall MSA = 0.88
## MSA for each item =

i fuerzasseq adminjust subvenciones inspectores licencias adminpub
i 0.87 0.88 0.87 0.89 0.85 0.89
## empresarios sindicatos banca ongs medios corlocal
## 0.85 0.89 0.89 0.87 0.90 0.85
e corautonom cornacional coreuropea socioeconom

it (.84 (.89 ¢.92 0.49

i

## Fligner-Killeen test of homogeneity of variances

#i

## data: datos|, c(8:23)]
## Fligner-Killeen:med chi-squared = 141.52, df = 15, p-value < 2,2e¢-16

La obtencién del numero de factores en los que dividiremos la variable corrupcion se
realizara de acuerdo al grafico de sedimentacion. Este grafico nos hara plantearnos la
estructura factorial a elegir, ya que, aunque el criterio de Kaiser afirme que el namero
optimo de factores es 4, no se aprecia una diferencia considerable de varianza total
explicada cuando nfactor = 2 o 3. Es por ello, y ante la imposibilidad de formar cuatro
factores consistentes, que se opta finalmente por nfactor=3.
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Grafico de sedimentacion de la variable latente corrupcion
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Figura 5.3: Grafico de sedimentacion de la variable corrupcion

Para llevar a cabo la extraccion factorial se hara uso del método del Factor Prin-
cipal, buscando extraer asi los factores que expliquen la mayor cantidad de varianza
posible (49,58 %"). Ademas, se aplicara una rotacion ortogonal varimax con la inten-
cion de maximizar los pesos de cada factor (Cuadro 5.6). Obsérvese que los tres factores
obtenidos reafirman las suposiciones tedricas realizadas.

Variable corrupcionpub  corrupcionpo  corrupcionos
inspectores 0.74
adminjust 0.60
adminpub 0.59
subvenciones 0.55
fuerzasseg 0.55
licencias 0.46
corautonom 0.86
corlocal 0.64
cornacional 0.64
coreuropea 0.61
medios 0.73
banca 0.57
sindicatos 0.54
ongs 0.54
empresarios 0.50

Cuadro 5.6: Pesos factoriales de la variable corrupcion

Garantizadas las primeras suposiciones, haremos uso de la funcion cfa del paquete
lavaan para llevar a cabo el analisis factorial confirmatorio. Recordemos que la estima-

>En ciencias sociales es comtn que la cantidad de varianza total explicada oscile entorno a un 40 %-
60%. De hecho, segin Henson y Roberts (2006) la proporcién media de varianza explicada por los
factores suele ser de un 52,03 %
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cion se realizara mediante minimos cuadrados ponderados diagonalizados. El constuc-
to final puede verse reflejado en la siguiente imagen:

Y

mp | frz ||admnj| sbv | len ins |ladmnp | crn crl crt | corrp
9

Fl
074 055 066 0.59 051
.‘f
I
mds || e

snd || bnc || ong

Dt5 Ot& 02? DtS Otd- ugo 0?4 DK/(; DtB OtQ 024 DtS 02? 'I}tS
0,39

Figura 5.4: Diagrama del constructo corrupcion

Ahora bien, para ajustar correctamente el modelo de medida se han realizado sen-
dos analisis factoriales confirmatorios a las variables latentes de primer orden. Des-
tacar que los tests KMO, MSA y Fligner-Killen (A.3) aportan resultados significativos
para llevarlos a cabo. Ademas, notese que los estadisticos de bondad de ajuste del mo-
delo (Cuadro 5.7) indican un muy buen ajuste del mismo. Mencionar que para que el
ajuste de la variable corrupcionpub fuese 6ptimo, ha sido necesaria la inclusion de una
covarianza entre los errores de medicion de las variables observadas subvenciones y li-
cencias. Dicha covarianza ha sido estimada mediante la funcién modificationIndices()

del paquete lavaan.

Variable X2 df X%/df CFI TLI RMSEA SRMR «
corrupcionpo  5.52 2 276 0994 0.983 0.074 0.044 0.85
corrupcionpub  19.43 8 2,4287 0.988 0.977 0.066  0.054 0.83
corrupcionos  13.07 5 2.614 0.986 0.972 0.071 0.053 0.79

corrupcion 105.47 87 1.212 0.996 0.995 0.025 0.054 0.9

Cuadro 5.7: Bondad de ajuste de las variables asociadas al constructo corrupcion
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Destacar, por altimo, que los estadisticos Alfa de Cronbach asociados a la variable
corrupcion y a los factores de primer orden asociados a ella, presentan valores superio-
res a 0.79, lo que denota una gran consistencia de los datos empleados en la medicion.

Analisis factorial confirmatorio de la variable confinstitu

El constructo confinstitu ha sido medido gracias a 6 variables observadas que miden
nuestra confianza en partidos politicos (ppoliticos), gobierno central (gobcentral), poder
judicial (poderjud), gobiernos autonémicos (gobautonom), gobiernos locales (goblocal)
y medios de comunicacion (medcomun). Realizaremos un proceso analogo al anterior
verificando que se puede aplicar un analisis factorial confirmatorio a este construc-
to. Las pruebas de adecuaciéon muestral KMO (0.84), MSA (0.83-0.89) y la prueba de
Fligner-Killen (p —valor = 2.2 -1071® < 0.05), ofrecen valores significativos.

it Kaiser-Meyer-0lkin factor adequacy

it Call: KMO(r = datos[, cl(2:7)])

#t# Overall MSA = 0.86

it MSA for each item =

## ppoliticos gobcentral poder jud gobautonom medcomun goblocal

it 0.84 0.83 0.89 0.87 0.89 0.84

i

## Fligner-Killeen test of homogeneity of variances

II|III|I

#¥ data: datoes|, c(2:7)]

HH T gner-Killeen:med chi-squared = 20.759, df = 5, p-value = 0.0008996

Haciendo uso de la propuesta de Kaiser, el grafico de sedimentacion (Figura 5.5) con-
firma la presencia de un solo factor.

Grafico de sedimentacién de la variable
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Figura 5.5: Grafico de sedimentacion del constructo confinstitu

Ahora bien, los pesos factoriales de las variables observadas que conforman la va-
riable confinstitu pueden verse reflejados en la siguiente tabla:
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Variable confinstitu
gobautonom 0.78
ppoliticos 0.77
poderjud 0.73
goblocal 0.71
gobcentral 0.68
medcomun 0.52

Cuadro 5.8: Pesos factoriales de la variable confinstitu

Definimos de este modo el constructo que medira nuestra confianza en las institu-
ciones. Haciendo uso de la funcion semPaths del paquete semPlot, podemos visualizar
el constructo confinstitu final:

0?\2\
ghl

Dﬁ‘1 DgS DﬁE Dﬁﬂ 0’119 U%S

pp! gbc pdr gbt mdc

Figura 5.6: Diagrama del constructo confinstitu

Obsérvese que al igual que ocurriera en el constructo corrupcion, todos los coefi-
cientes de regresion presentan un valor superior a 0.5. Veamos ahora que el modelo
ajusta correctamente:

Variable ~ X?> df X?/df CFI TLI RMSEA SRMR «
confinstitu 10.74 9 1.193 0.998 0.997 0.024 0.043 0.84

Cuadro 5.9: Bondad de ajuste de las variables asociadas al constructo confinstitu
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Finalmente, estudiaremos el valor del alfa de Cronbach de la variable confinstitu
para comprobar la fiabilidad de la escala considerada. Este, tiene un valor de 0.84, por
lo que podemos afirmar que los datos son fiables.

Modelo de ecuaciones estructurales general

Garantizada la construccion de los modelos de medida, se construye un modelo
de ecuaciones estructurales general capaz de representar las relaciones descritas al
comienzo de este capitulo. Haciendo uso nuevamente de las funciones sem y semPaths
de los paquetes lavaan y semPlot respectivamente, llegamos al diagrama de caminos
presente en la figura 5.7. Nétese una 6ptima bondad de ajuste de nuestro modelo,
donde todos los coeficientes presentan valores incluidos en las cotas preestablecidas:

X2 df X?/df CFI TLI RMSEA SRMR
SEM General 233.809 222 1.053 0.999 0.998 0.013  0.053

Cuadro 5.10: Bondad de ajuste del modelo de ecuaciones estructurales general

Obsérvese graficamente que todas las relaciones propuestas, salvo aquellas deriva-
das de la variable observada socioeconom, aparentan ser estadisticamente significativas.
Es mas, fijandonos en los coeficientes estandarizados de la figura 5.7, se puede obser-
var la inexistencia de una relacion causal entre las variables corrupcion y socioeconom.
Se presenta de este modo una tabla con los principales resultados obtenidos al llevar a
cabo la estimacion de parametros.

Relacion Estandar Estimaciéon Error P-valor
corrupcion ~ socioeconom  0.005 0.002 0.016 0.882
democracia ~ socioeconom -0.067 -0.124 0.095 0.193
confinstitu ~ socioeconom -0.113 -0.139 0.047 0.003
corrupcion ~ democracia 0.372 0.104 0.010 0.000
confinstitu ~ democracia 0.324 0.216 0.034 0.000
confinstitu ~ corrupcion 0.481 1.150 0.088 0.000

Cuadro 5.11: Relaciones estimadas y estandarizadas

Como se puede observar, ademas de la anteriormente descrita, tampoco existe una
relacién causal entre la variable democracia y socioeconom. Resulta curioso que, a la vis-
ta de los resultados obtenidos, exista una relacion causal entre la variable socioeconom
y confinstitu. De todos modos, se entiende que puede ser debido a la muestra seleccio-
nada y, por tanto, nos limitaremos a decir que no existe suficiente evidencia estadistica
como para poder rechazar dicha hipoétesis.

Concluimos asi este caso practico remarcando que no existe una relacion causal en-

tre la clase social a la que pertenecemos y la precepcion de la corrupcion o del sistema
democratico, rechazando, entre otras, la hipétesis propuesta por Huntigton en 1972.
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Figura 5.7: Modelo de ecuaciones estructurales general






Conclusiones

El presente documento tenia como objetivo presentar los principales resultados
usados en el modelado de ecuaciones estructurales, asi como investigar con datos
reales una aplicacion practica de los mismos.

En primer lugar, se ha establecido la hipotesis fundamental sobre la que se cons-
truyen los modelos de ecuaciones estructurales. Esto es, minimizar la diferencia entre
la matriz de covarianzas poblacional y la matriz de covarianzas reproducida. Ademas,
se presenta el marco historico en el que se engloban los SEM con la intencion de cono-
cer como surgen y hacia donde van. Diferenciaremos también los términos correlacion
y causalidad, pues la definicion de esta, como hemos podido observar, es mucho mas
compleja que una simple correlacion entre variables. En segundo lugar, se realizara
una breve introduccion a los distintos tipos de modelos de ecuaciones estructurales,
decantandonos finalmente por realizar una revision tedrica del modelo mas genera-
lista. Se presenta de igual modo, la principal nomenclatura usada y su representaciéon
mediante diagramas de caminos, haciendo especial hincapié en los tipos de relaciones
existentes entre variables.

Por otro lado, destacamos que los modelos de ecuaciones estructurales son una he-
rramienta estadistica muy potente para la validacion de teorias en ciencias sociales. Sin
embargo, sufren muchas limitaciones. Obsérvese por ejemplo que son muy sensibles al
tamano muestral, a la linealidad o a la distribucién que siguen los datos. En cuanto a la
construccion de los mismos, detacar la correcta validacion de los componentes estruc-
tural y de medida, puesto que si no son correctamente especificados e identificados, la
estimacion de sus parametros carece de sentido y, por ende, nuestro modelo. Remarcar
la importancia del teorema 4.1, pues se erige como el principal sosten de este, nuestro
proyecto.

Por ultimo, mencionar que el caso practico nace con la intenciéon de conocer y medir
las consecuencias de un tema tan candente como es la corrupcion. Quedaran validadas
estadisticamente las hipdtesis que afirman que nuestra percepcion de la corrupciéon
y nuestra confianza en las instituciones se ven claramente afectadas por nuestra per-
cepcién del funcionamiento de la democracia. A su vez, diremos que la percepciéon
que tenemos de la corrupcion afecta directamente e indirectamente a nuestra confian-
za en las instituciones. Sin embargo, segin lo que hemos podido observar, no existe
suficiente evidencia estadistica como para afirmar que el factor socioeconémico tenga
influencia en nuestras percepciones de la corrupcion y del funcionamiento democrati-
co.

En lo referente a la elaboracién de este proyecto, destacar que se han aplicado los
conocimientos adiquiridos a lo largo del Grado en Matematicas, siendo especialmente
decisivo el papel de la asignatura Analisis de datos. Mencionar ademas, que los modelos
de ecuaciones estructurales abarcan mucho mas de lo expuesto en este proyecto. Sin
embargo, debido a la limitacion de su extension, solo se han presentado los resultados
mas relevantes y el modelo con mejores estimaciones. Para finalizar, agradecer a mi
tutor, Fernando Reche Lorite, su colaboracion a lo largo de este proyecto.
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Anexos

A.1 Codigo empleado

#Fijamos el directorio activo
setwd("C:/Users/6001638/Desktop")

#Cargamos los paquetes que vamos a necesitar
library(psych)

library(ggplot2)
library(car)
library(lavaan)
library(semPlot)
library(MVN)
library(scales)
library(dplyr)
library(gridExtra)
library(parameters)

#Leemos el archivo CSV
datos <- read.table("C:/Users/6001638/Desktop/muestraTFG.csv",sep=";",
header = TRUE, dec='.")

#Convertimos a numéricos los valores character
datos <- setNames(data.frame(lapply(datos, as.numeric)),
colnames(datos))

#datos <- datos[,-c(10)]
#datos <- datos[,-c(24:28)]

#>(—>(—>(—>(‘>(->(—>(->(->('>(->(—>(->(->('>(-X—>(->(->('>(-X—>(->(->('>(->(—>(->(->f'>(->(—>(->(—>f'>(-X—>(->(->F>(->é>(->(->F>(->(—>(->(—>f‘>(->(—>(->(—>f‘>(->(—>(->(->f‘>(->(—>(->(->f‘>(->(—>(->(->f‘>(->(—

#COMPROBACION DE HIPOTESIS PREVIAS

TE % o8 8 o o o 6 6 6 K o o OO K K o oK O K K o O K K X O O K K O K K K Xk K KA F

#Aplicamos la funcién mvn para estudiar la normalidad de los datos y
#sus valores de kurtosis y asimetria

norm <- mvn(datos, mvnTest = "mardia")

norma.multivariada <- as.data.frame(norma$multivariateNormality)
norma.multivariada <- norma.multivariada[-c(3), ]

norma <- as.data.frame(norma$Descriptives)

norma

#0btenemos el qgplot y el histograma de cada variable
qgplot <- mvn(data = datos, mvnTest = "mardia",
univariatePlot = "qgplot")
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histogram <- mvn(data = datos, mvnTest = "mardia",
univariatePlot = "histogram")

#Estudio de correlaciones entre variables observadas
matriz.cor <- cor(datos, method = "spearman")
cor.plot(matriz.cor,cex=0.75)

#Consistencia de la muestra
psych::alpha(datos)

% o 8 o K R KKK K K K X K K K K KK K KX R KR R R

Hoottttnnxnttxtdkdxxntttxx% CONSTRUCTO CONFINSTITU %% % % % o o o 5% % % % % % o o 4 4 % % X % %

#X-X-*>(->(->(-X-*X-X->(-X-)FX-X-X-**X-*X-**X-*X-**X-*X-**X-*>(-X-)FX-*X-**X-*X-**X-*X-X-*X-*X-X-*X-*X-X-*X-*X-X-*X-*X-

#Prueba KMO y de Fligner-Killeen para la variable confinstitu
KMO(datos|[,c(2:7)])
fligner.test(datos[,c(2:7)])

#Grafico de sedimentacion de la variable latente confinstitu
scree(datos|[,c(2:5,7)], main="Grafico de sedimentacién de la variable
latente confinstitu")

#Cargas factoriales de la variable confinstitu
fac.confinstitu <- psych::fa(datos[,c(2:7)], nfactor = 1,

rotate = "none", fm="pa") %>%
model_parameters(sort = TRUE, threshold = "max"

fac.confinstitu

#Realizamos el analisis factorial confirmatorio de la variable
#confinstitu
confinstitu <- 'confinstitu =~ ppoliticos + gobcentral + poderjud +
gobautonom + goblocal + medcomun'
ajuste.confinstitu <- cfa(confinstitu, data = datos, estimator = "dwls",
meanstructure = FALSE)
summary(ajuste.confinstitu, standardized = TRUE, fit.measures = TRUE)
fitMeasures(ajuste.confinstitu, c("chisq", "df", "cfi", "t1li",
"rmsea", "srmr"))

#Hacemos uso de la funcion semPaths para representar el constructo
semPaths(ajuste.confinstitu, whatlLabels = "std",style="lisrel",
layout="tree2",
reorder=FALSE, optimizelLatRes=TRUE, edge.label.position=.5,
edge.label.cex = 0.8, edge.color = "darkblue" )

#Alpha de Cronbach de la variable confinstitu
psych::alpha(datos|[,c(2:5,7)])
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A R I T I T I

Hortttntnnxxttxttixxntttxtxx CONSTRUCTO CORRUPCION % % % % % % o o 5% % % % % % % o 4 % % % % % %

#X-X-*>(->(->(-X-*X-X-X-X-*X-X-X-X-*>(->(-X-X-*X-X-X-X-*>(->(-X-X-*>(->(-X-X-*X-*X-X-*>(->FX-X-*X-*X-X-*X-*X-X-*X-*X-X-*X-*X-X-*X-*X-

ootttk kx4 x%%% VARIABLE CORRUPCIONPQ 5 % % % % % o o 5 5% % % % % % o o % % % % X % *

#Prueba KMO y de Fligner-Killeen para la variable corrupcionpo
KMO(datos[,c(19:22)])
fligner.test(datos[,c(19:22)])

#Grafico de sedimentacion de la variable corrupcionpo
scree(datos|[,c(19:22)], main="Grafico de sedimentacién de la variable
latente corrupcion")

#Especificacion del constructo corrupcionpo
corrupcionpo <- 'corrupcionpo=~cornacional+ corlocal +
corautonom + coreuropea'

#Analisis factorial confirmatorio de la variable latente corrupcionpo
ajuste.corrupcionpo <- cfa(corrupcionpo, data = datos,
estimator = "dwls", meanstructure = FALSE)

#Bondad de ajuste de la variable latente corrupcionpo
summary(ajuste.corrupcionpo, standardized = TRUE, fit.measures = TRUE)
fitMeasures(ajuste.corrupcionpo, c¢("chisq", "df", "cfi", "tli",

"rmsea", "srmr"))

#Representamos el constructo corrupcionpo
semPaths(ajuste.corrupcionpo, whatlLabels = "std")

#Parametros estimados del modelo corrupcionpo
parameterestimates(ajuste.corrupcionpo)

#Alpha de Cronbach de la variable corrupcionpo
psych::alpha(datos|[,c(19:22)])

Hotsttstswswswsnsnsnsssxstrrtttttt VARIABLE CORRUPCIONPUB = % % % % % % % % % % % % % % % % % % % % % %
#Prueba KMO y de Fligner-Killeen para la variable corrupcionpub
KMO(datos|,c(8:13)])

fligner.test(datos[,c(8:13)])

#Grafico de sedimentacion de la variable corrupcionpub
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scree(datos|[,c(8:13)], main="Grafico de sedimentaci6n de la variable
latente corrupcion")

#Especificacion de la variable latente corrupcionpub

corrupcionpub <- 'corrupcionpub =~ fuerzasseg + adminpub +
subvenciones + licencias+ adminjust +
inspectores'

#Analisis factorial confirmatorio de la variable corrupcionpub
ajuste.corrupcionpub <- cfa(corrupcionpub, data = datos,
estimator = "dwls", meanstructure = FALSE,
std.1lv = TRUE)

#Bondand de ajuste de la variable latente corrupcionpub

summary(ajuste.corrupcionpub, standardized = TRUE, fit.measures = TRUL)

fitMeasures(ajuste.corrupcionpub, c("chisq", "df","cfi", "tl1i",
"rmsea", "srmr"))

#Se presentan los indices de modificacion de la variable coorrupcionpub
modificationIndices(ajuste.corrupcionpub)

#Reformulacion del constructo
corrupcionpub <- 'corrupcionpub =~ fuerzasseg + adminpub +
subvenciones + licencias+ adminjust +
inspectores
subvenciones ~~ licencias'
ajuste.corrupcionpub <- cfa(corrupcionpub, data = datos,
estimator = "dwls", meanstructure = FALSE,
std.1lv = TRUE)
summary(ajuste.corrupcionpub, standardized = TRUE, fit.measures = TRUE)
fitMeasures(ajuste.corrupcionpub, c("chisq", "df","cfi", "tli",
"rmsea", "srmr"))

#Representamos el constructo corrupcionpub
semPaths(ajuste.corrupcionpub, whatlLabels = "std")

#Estimacion de parametros de la variable corrupcionpub
parameterestimates(ajuste.corrupcionpub)

#Alfa de cronbach de la variable corrupcionpub
psych::alpha(datos|[,c(8:13)])

ottt stswswswsnsnsnsssxttrtttrttt VARIABLE CORRUPCIONQOS % % % % % % % 5 % % % % % % % % % % % % % % %

#Prueba KMO y de Fligner-Killeen para la variable corrupcionpub
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KMO(datos|,c(14:18)])
fligner.test(datos|[,c(14:18)])

#Grafico de sedimentacion de la variable corrupcionpub
scree(datos|[,c(8:13)], main="Grafico de sedimentacién de la variable
latente corrupcion")

#Especificaciéon de la variable latente corrupcionos
corrupcionos <- 'corrupcionos =~ sindicatos + banca + ongs + medios +
empresarios’
ajuste.corrupcionos <- cfa(corrupcionos, data = datos,
estimator = "dwls", meanstructure = FALSE,
std.1lv = TRUE)

#Bondad de ajuste de la variable latente corrupcionos

summary(ajuste.corrupcionos, standardized = TRUE, fit.measures = TRUE)

fitMeasures(ajuste.corrupcionos, c('"chisq", "df","cfi", "tli",
"rmsea", "srmr"))

#Estimacion de parametros de la variable corrupcionos
parameterestimates(ajuste.corrupcionos)

#Representamos el constructo corrupcionos
semPaths(ajuste.corrupcionos, whatlLabels = "std",style="lisrel",
layout="tree2", reorder=FALSE, optimizelLatRes=TRUE,
edge.label.position=.5, edge.label.cex = 0.8,
edge.color = "darkblue" )

#Alfa de cronbach de la variable corrupcionos
psych::alpha(datos|[,c(14:18)])

#1+ANALISIS FACTORIAL CONFIRMATORIO GENERAL DE LA VARIABLE CORRUPCIONxx

#Prueba KMO y de Fligner-Killeen de la variable corrupcion
KMO(datos|[,c(8:22)])
fligner.test(datos|[,c(8:22)])

#Grafico de sedimentacion de la variable corrupcion
scree(datos|[,c(8:22)], main="Grafico de sedimentacidén de la variable
latente corrupcion")

#Cargas factoriales de la variable corrupcion
corrupcion <- psych::fa(datos[,c(8:22)], nfactor = 3,

rotate = "varimax", fm="pa") %>%
model_parameters(sort = TRUE, threshold = "max")
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corrupcion

#Especificamos la variable latente corrupcion
modelocor <- ' corrupcion =~ corrupcionpo + corrupcionpub + corrupcionos

corrupcionos=~ sindicatos + banca + ongs + medios +
empresarios

corrupcionpub =~ fuerzasseg + adminjust + subvenciones +
licencias + inspectores + adminpub
subvenciones ~~ licencias

corrupcionpo =~ cornacional +corlocal + corautonom +
coreuropea'

#Analisis factorial confirmatorio de la variable latente corrupcion
ajuste.cor <- cfa(modelocor, orthogonal = FALSE, data = datos,
estimator = "dwls", meanstructure = FALSE)

#Bondad de ajuste del constructo corrupcion
summary(ajuste.cor, standardized = TRUE, fit.measures = TRUE)
fitMeasures(ajuste.cor, c("chisq", "df","cfi", "tli", "rmsea", "srmr"))

#Estimacion de parametros del constructo corrupcion
parameterestimates(ajuste.cor, standardized = TRUE)

#Representamos el constructo corrupcion

semPaths(ajuste.cor, whatlLabels = "std",style="lisrel",layout="tree2",
reorder=FALSE, optimizelLatRes=TRUE, edge.label.position=.5,
edge.label.cex = 0.8, edge.color = "darkblue" )

#Alfa de cronbach de la variable corrupcion
psych::alpha(datos|[,c(8:22)])

#X—X’X—>f>('>(—>('>(—>f>('>(—>('>(—>f>('>(—>('>(—>f>('>(—>('>(—>f>('>(—>('>(—>f>('>(—>('>(—*X'X—>('>F*X'X—>('>F*X'X—X'**X'X—X—***X—****X—****X—***X’X—

Bttt xxxsxsrtxxxx MODELO DE EC. ESTRUCTURALES % % % % % % % % o o 5% % % % % % % % % %

T % 8 8 X o o o 68 6 K K o o OO K K o O O K K o O O K K o O O K K o OO O K K Xk K K A F
modelo <- 'corrupcion =~ corrupcionpo + corrupcionpub + corrupcionos

corrupcionos=~ sindicatos + banca + ongs + medios +
empresarios

corrupcionpub =~ fuerzasseg + adminpub + subvenciones +
licencias+ adminjust + inspectores
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subvenciones ~~ licencias

corrupcionpo =~ cornacional + corlocal + corautonom +
coreuropea

confinstitu =~ ppoliticos + gobcentral + poderjud +
gobautonom + goblocal + medcomun

corrupcion ~ socioeconom
confinstitu ~ socioeconom
democracia ~ socioeconom

corrupcion ~ democracia
confinstitu ~ democracia

confinstitu ~ corrupcion'

#Modelo de ecuaciones estructurales general
ajuste <- sem(modelo, orthogonal = FALSE, data = datos,
estimator = "dwls", meanstructure = FALSE)

#Bondad de ajuste del modelo de ecuaciones estrcuturales general
summary(ajuste, standardized = TRUE, fit.measures = TRUE)
fitMeasures(ajuste, c("chisq", "df","cfi", "tli", "rmsea", "srmr"))

#Representamos el modelo de ecuaciones estructurales general

semPaths(ajuste, whatlLabels = "std",style="lisrel",layout="tree3",
sizeMan = 6, node.width = 0.5,sizelat =8, reorder=FALSE,
optimizelLatRes=TRUE, edge.label.position=.7,
edge.label.cex = 0.5, edge.color = "darkblue",rotation=1 )

#Estimacion de parametros del modelo de ecuaciones estructurales general
parameterEstimates(ajuste, standardized=TRUL)
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A.2 Comprobacion de las hipotesis previas

Tests de Shapiro-Wilk

Variable Estadistico p-valor Normalidad
democracia 0.9622 0.001 No
ppoliticos 0.9468 0.001 No
gobcentral 0.9338 0.001 No
poderjud 0.9379 0.001 No
gobautonom 0.9458 0.001 No
medcomun 0.9453 0.001 No
goblocal 0.9478 0.001 No
fuerzasseg 0.8704 0.001 No
adminjust 0.8729 0.001 No
subvenciones 0.8704 0.001 No
inspectores 0.8702 0.001 No
licencias 0.7907 0.001 No
adminpub 0.8917 0.001 No
empresarios 0.8627 0.001 No
sindicatos 0.8802 0.001 No
banca 0.8631 0.001 No
ongs 0.9111 0.001 No
medios 0.8942 0.001 No
corlocal 0.8638 0.001 No
corautonom 0.8783 0.001 No
cornacional 0.8574 0.001 No
coreuropea 0.8872 0.001 No
socioeconom 0.8764 0.001 No

Cuadro A.1: Tests de Shapiro-Wilk
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A.3 Pruebas para la aplicacion del andlisis factorial

#Prueba KMO, MSA y Fligner-Killen de la variable corrupcionpub
KMO{datos[,c(8:13)])

#t#f Kaiser-Meyer-Olkin factor adequacy

## Call: KMO(r = datos|, c(8:13)])

## Overall MSA 0.8

## MS5A for each item =

fi#  fuerzasseg adminjust subvenciones inspectores licencias adminpub
ft# 0.77 0.78 0.78 0.84 0.76 0.85

fligner.test(datos|,c(8:13)])

i

## Fligner-Killeen test of homogeneity of variances

ft#

## data: datos|, c(8:13)]

## Fligner-Killeen:med chi-squared = 76.684, df = 5, p-value = 4.141e-15

#Prueba KMO, MSA y Fligner-Killen de la variable corrupcionpo
KMO(datos[,c(14:18)])

#t# Kaiser-Meyer-0Olkin factor adequacy

## Call: KMO(r = datos[, c(14:18)])

## Overall MSA 0.78

#t# MSA for each item =

## empresarios sindicatos banca ongs medios
i 0.79 0.78 0.78 0.75 0.80

fligner.test(datos|,c(14:18)])

it

## Fligner-Killeen test of homogeneity of variances

it

## data: datos|, c(14:18)]

## Fligner-Killeen:med chi-squared = 17.255, df = 4, p-value = 0.001725

#Prueba KMO Y Fligner-Killen de la variable corrupcionos
KMO(datos|[,c(19:22)])

## Kaiser-Meyer-0lkin factor adequacy

## Call: KMO(r = datos|[, c(19:22)])

## Overall MSA 0.76

## M5A for each item =

i corlecal corautonom cornacional coreuropea
it 0.76 0.73 0.77 0.82

fligner.test({datos|,c(19:22)])

it

## Fligner-Killeen test of homogeneity of variances

it

## data: datos[, c(19:22)]

## Fligner-Killeen:med chi-squared = 17.342, df = 3, p-value = 0.0006011
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